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Zusammenfassung

In den letzten Jahren haben Automatic Speech Recognition (ASR) Systeme grosse Fort-
schritte beim Transkribieren von Sprache zu Text gemacht. Fiir vorgelesene Sprache kon-
nen moderne Systeme mit Word Error Rates (WER) von weniger als 2 % nahezu perfekte
Transkripte erstellen. Dieselben Systeme haben jedoch Miihe, fiir spontane Sprache, wie
Meetings oder Telefongesprache, lesbare Transkripte zu erstellen. In dieser Arbeit wird
untersucht, ob die WER und somit Transkript-Qualitit verbessert werden kann, indem
die Hypothesen (Outputs) von mehreren ASR-Systemen kombiniert werden. Es wur-
den die drei besten Systeme aus der englischen Version vom CEASR-Korpus verwendet,
um unterschiedliche Ensemble-Methoden zu implementieren. Diese Ensemble-Methoden
wurden mit der WER und SemDist Metrik bewertet. Um die Hypothesen der Syste-
me vergleichbar zu machen, miissen sie im sogenannten Alignment einander angeglichen
werden. Dazu wird eine Primérhypothese ausgewahlt, an welche die verbleibenden Hy-
pothesen jeweils in einem phonetischen Alignment-Paar angeglichen werden. In dieser
Arbeit wurde der n-align Algorithmus entwickelt, welcher eine beliebige Anzahl von sol-
chen Alignment-Paaren zu einem einzelnen Alignment kombiniert. Des Weiteren wurde
das Alignment UI Tool implementiert, mit welchem das Alignment visualisiert und des-
sen Qualitéit schnell beurteilt werden kann. Die beste, implementierte Ensemble-Methode
verwendet Gradient Boosting, um auf Wortbasis zu lernen, in welcher Situation welche
Systeme am ehesten richtig liegen. Dadurch konnte die WER auf dem CEASR-Korpus
um 5 % auf spontaner Sprache und um 1-2 % auf vorgelesener Sprache reduziert werden.
Schlussendlich demonstriert diese Arbeit, dass Ensemble-Methoden fiir ASR Potenzial
haben. Dennoch ist von einer produktiven Nutzung aus Kosten/Nutzen Griinden abzu-
raten. Da wiahrend dieser Arbeit vieles zum generellen Umfeld von Ensemble-Learning
fir ASR beobachtet und préasentiert wurde, dienen die Erkenntnisse aus dieser Arbeit
als Grundlage fiir die Entwicklung eines weiteren, besseren Ensemble-Prozesses.



Abstract

In recent years, Automatic Speech Recognition (ASR) Systems have made significant
progress for transcribing speech to text. For perfectly clear read-aloud speech, state-of-
the-art systems can have Word Error Rates (WER) as low as 2 %. However, the same
systems may also struggle to produce readable results for spontaneous speech, such as
meetings or phone calls. This thesis explores the possibility of combining the hypotheses
(outputs) of multiple ASR systems to improve the WER and thus the quality of the
transcribed text. We used the three systems, with the lowest WER from the English
version of the CEASR-Corpus, to implement several ensemble methods and evaluated
them with WER and SemDist. To make the hypotheses of the systems comparable, they
have to be aligned to each other. To achieve this, a primary hypothesis is chosen, to
which each of the remaining auxiliary hypotheses is aligned into an alignment pair using
phonetic codes. To combine these pairs into a single alignment, we developed the n-align
algorithm. Furthermore, we implemented an Alignment Ul tool to visualize alignments,
intended to assess alignment quality quickly. Of the implemented ensemble methods,
the best one uses gradient boosting to learn appropriate system choices on a word-basis.
The method decreases the WER on the CEASR-Corpus by 5 % on spontaneous speech
and by 1-2 % on read-aloud speech. We conclude that while ensemble methods for ASR
show potential, the implemented methods are not suitable for practical usage due to a
limited cost/benefit ratio. As we observed and presented numerous circumstances that
shape the whole setting of ensemble learning for ASR, we propose using the results of
this thesis as a basis for creating a newer and better ensemble process.
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1. Einleitung

1.1. Ausgangslage und Zielsetzung

Automatic Speech Recognition (ASR) findet heutzutage ein breites Anwendungsge-
biet. Sprachassistenten interpretieren Befehle, Business-Kommunikationssoftware tran-
skribiert Meetings oder Telefonanrufe werden automatisch beantwortet. Das Produkt
Interscriber der Spinning-Bytes AG verwendet verschiedene Speech-to-Text Engines,
um Transkripte fiir Meetings, Interviews und andere Audioaufnahmen zu erstellen [1].
Mit dem automatischen Transkribieren kann im Vergleich zur manuellen Transkription
viel Zeit gespart werden. Unter optimalen Voraussetzungen, also klare Aussprache, kei-
ne Hintergrundgerdusche, und das Ablesen eines Skriptes, kann Interscriber Transkripte
mit einer Fehlerrate von 3-5 % in einem Bruchteil der Zeit eines manuellen Transkribie-
ren erstellen. Ist die Audioaufnahme jedoch durch Hintergrundgerdusche, ein schlechtes
Aufnahmegerat, undeutliche Sprache oder andere Storfaktoren beeintréchtigt, so kann
die Qualitéit eines Transkriptes stark darunter leiden oder sogar unleserlich werden. Dies
erfordert dann manuelle, potenziell aufwendige Korrekturen im Transkript.

Die Fehlerrate des Transkriptes ist somit nicht in allen Féllen genug tief und soll ver-
bessert werden. In anderen Bereichen der Sprachverarbeitung, etwa Sentiment-Analysis,
koénnen einzelne Systeme {ibertroffen werden, indem die Outputs von mehreren Syste-
men kombiniert werden. Inspiriert von diesem Ansatz befasst sich diese Arbeit damit,
die Transkripte von mehreren Engines zu kombinieren, um ein neues, genaueres Tran-
skript zu erhalten. Eine ZHAW interne Voranalyse [2], fortan STT-Ensemble-Learning
- Analyse genannt, hat ergeben, dass die Qualitdt mit solchen «Ensemble-Methoden»
durchaus verbessert werden konnte. Es wurden ausserdem schon mit einigen Ansétzen
experimentiert und es konnte eine kleine Verbesserung von 1 % erreicht werden. Diese
Arbeit baut auf diesen Erkenntnissen auf.

1.2. Interscriber

Interscriber ist das Flaggschiffprodukt der SpinningBytes AG [3]. Interscriber kann be-
nutzt werden, um Transkripte von beliebigen Audioaufnahmen zu erstellen. Dazu werden
diverse kommerzielle und proprietdre ASR-Systeme verwendet. In einem einfachen, aber
méchtigen Editor kénnen die Transkripte bearbeitet, verbessert und schlussendlich ex-
portiert werden. Abbildung 1 zeigt den Editor von Interscriber. Eine Audiodatei wurde
hochgeladen und transkribiert, bevor dem Benutzer diese Anzeige prasentiert wird. Der
Benutzer kann nun die Audiodatei anhoren und das Transkript bearbeiten. Die aktuelle
Stelle wird ihm im Text in der Hauptansicht angezeigt.
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Abbildung 1.: Der Transkripteditor in Interscriber

1.3. Aufgabenstellung

In der Projektausschreibung sind vier Aufgaben formuliert.
o Definieren einer Methode, um mehrere Transkripte auf Wortebene zu vergleichen.
¢ Unterschiede zwischen Transkripten auf Wortebene untersuchen.

o Entwicklung eines Softwaretools, welches ein optimiertes Transkript aus den Out-
puts von mehreren ASR-Systemen generiert.

e generieren von optimierten Transkripten fiir eine vorgegebene Auswahl von Ut-
terances und Berechnung / Ausgabe derer Qualitét.

Anfangs war unklar, wo die Arbeit ihre Schwerpunkte setzen soll. Die Aufgabenstellung
wurde nach und nach deutlicher. Es stellte sich schnell heraus, dass all diese Punkte
bereits in unterschiedlichem Detailgrad in der STT-Ensemble-Learning - Analyse ange-
gangen wurden. Nach und nach zeichneten sich zwei Hauptaufgaben ab. Zum einen ist
der Vergleich zwischen den Transkripten (Ziel 1) mit dem sogenannten Alignment ein
Hauptaspekt dieser Arbeit. Das Alignment ist aktuell schwer zu beurteilen, was diese
Arbeit vereinfachen soll. Ausserdem ist das Alignment in seiner Implementation auf drei
Transkripte limitiert, was ebenfalls aufgehoben werden soll. Zum anderen ist das ei-
gentliche Entwickeln von Ensemble-Methoden ein zweiter Hauptaspekt. Messungen mit




1. FEinleitung

Standardmetriken haben ergeben, dass es Potenzial gibt. In dieser Arbeit werden des-
halb bekannte und neue Ensemble-Methoden vorgestellt, in einem Softwaretool (Ziel 3
und 4) implementiert und verglichen.

1.4. Ubersicht und Aufbau

Im Kapitel 2 werden wichtige Grundlagen zu den Themen Ensemble Learning und ASR
erldutert. Ausserdem werden bestehende Losungen im Bereich Ensemble-Learning fiir
ASR in einer Literaturrecherche abgehandelt. Im Kapitel 3 wird die Ausgangslage und
Eingrenzung der Arbeit beschrieben. Als Néchstes werden im Kapitel 4 wichtige Insights
und Grundlagen fiir das Entwickeln von Ensemble-Methoden generiert. Das Alignment
wird im Detail analysiert und wo nétig erweitert. Danach folgt eine Analyse iiber die
theoretisch bestmogliche Losung. Anhand dieser Analysen werden im Kapitel 5 diverse
Standard- und eigene Algorithmen verbessert oder neu implementiert, um der theoretisch
bestmoglichen Losung moglichst nahezukommen. Im Kapitel 6 werden die Resultate und
FErkenntnisse aus den Kapitel 4 und 5 zusammengefasst. Abschliessend werden im Kapitel
7 die Resultate bewertet und weitere Schritte vorgeschlagen.

Im Kapitel 8 findet sich unter anderem ein Glossar, wo die wichtigsten Begrifflichkeiten
erklart werden. Im Kapitel A folgt ein umfassender Anhang.




2. Grundlagen & Hintergrund

Die nachfolgenden Kapitel geben einen groben Uberblick iiber Ensemble Learning, ASR
und Text-Alignment. Dabei wird ein Grundwissen iiber Machine Learning vorausgesetzt.

2.1. Automated Speech Recognition (ASR)

Unter Automated Speech Recognition (ASR) ist das automatische Erkennen und Verar-
beiten von gesprochener Sprache zu verstehen. Es gibt viele Einsatzgebiete wie Sprach-
Assistenten oder das Erstellen von Meeting-Transkripten aus einer Aufnahme des Mee-
tings. In dieser Arbeit geht es um letzteres. Mit ASR ist im folgenden immer das Tran-
skribieren von gesprochener Sprache gemeint.

2.1.1. Uberblick

An ASR-Technologien wird schon lange geforscht. Erste Versuche wurden bereits in den
1950er durchgefithrt [4]. Davis et al.[5] beschreiben in 1952 das automatische Erkennen
von gesprochenen Zahlen. Ein wichtiger Meilenstein wurde in 1985 mit der Verwendung
von Hidden Markov Models (HMMs) fiir die Représentation eines akustischen Signales
erreicht[6]. Seither waren bis vor kurzem die meisten ASR-Systeme fast identisch aufge-
baut [7]. Ein akustisches Modell bildet aus dem akustischen Signal eine Phonemsequenz.
Ein Aussprachemodell modelliert die Sequenz als Graphemsequenz. Ein Sprachmodell
wandelt diese Sequenz schlussendlich in einen sinnvollen Satz um. Alle Modelle werden
separat trainiert und weisen unterschiedliche Architekturen auf. Dies macht die Systeme
sehr komplex. Deswegen hat sich die Forschung immer mehr mit sogenannten End-to-End
Modellen auseinandergesetzt. Diese End-to-End Modelle sollen diese Komplexitéit redu-
zieren, indem es nur noch ein Modell gibt. Solche Modelle lernen den Output direkt aus
den Audiodaten. Inspiriert von grossen Fortschritten in Deep-Learning in anderen For-
schungsgebieten, befassen sich End-to-End Modelle hauptséchlich mit Deep-Learning.

2.1.2. Stand der Technik

Publiziert im Jahr 2020, bildet das wav2vec 2.0 Modell die Grundlage des Standes der
Technik [8]. Inspiriert von wav2vec 2.0 und BERT bildet nach aktuellem Kenntnisstand
w2v-BERT9] den Stand der Technik. Beide Modelle lernen in einem ersten Schritt aus
unannotierten Daten(self-supervised learning), wie sich Sprache darstellen ldsst. Dazu
werden mehrere Arten von neuronalen Netzwerken kombiniert. Dieses pre-training er-
laubt es, die Menge an annotierten Trainingsdaten drastisch zu reduzieren, ohne dabei
Performance einbiissen zu miissen. Gerade fiir selten gesprochene Sprachen ist dies sehr

10



2. Grundlagen & Hintergrund

interessant, da es fir solche Sprachen eher wenige annotierte Testdaten gibt. In einem
zweiten Schritt wird dann aus annotierten Trainingsdaten gelernt, indem die Netzwer-
ke um weitere Schichten ergéinzt werden. Erst in diesen Schichten findet die eigentliche
Umwandlung von Audio zu Text statt.

Wav2vec 2.0 und w2v-BERT koénnen fiir vorgelesene Sprache nahezu perfekte Transkripte
erstellen. Auf dem LibriSpeech-Clean Dataset ist deren Fehlerrate (WER) lediglich 1,8 %
respektive 1,4 %.

2.1.3. Grenzen von ASR

Wie wav2vec 2.0 und w2v-BERT demonstrieren, funktioniert ASR, auf guten und kla-
ren Audioaufnahmen heutzutage ausgezeichnet [10]. Im Gegensatz dazu ist ASR unter
suboptimalen Bedingungen nach wie vor schwer. Sogenannte spontane Sprache kann oft
nur mit unleserlichen Fehlerraten transkribiert werden. Mit spontaner Sprache ist dabei
meist ein spontaner Dialog gemeint. Gerade das Transkribieren von Meetings gilt als
schwierig, weil zu einem die Sprache sehr spontan ist und es zum anderen viele Stor-
faktoren wie Hintergrundgeriusche, schlechte Aufnahmequalitéit oder Uberschneidungen
gibt [11].

2.2. Ensemble Learning

Hinter dem Begriff Ensemble-Learning steht die Idee, mehrere Modelle oder Systeme zu
trainieren und deren Outputs zu kombinieren, um dadurch eine bessere Performance !
zu erhalten. In den meisten Fallen ist ein Ensemble von mehreren schwécheren Modellen
besser oder zumindest gleich gut, wie das beste Mitglied des Ensembles alleine [12][13].
Es ist allerdings von zentraler Bedeutung, dass sich die einzelnen Modelle ergénzen,
sodass das Ensemble gut generalisieren kann [14][15]. Der Grundgedanke hinter dieser
Diversitét ist es, dass die Fehler eines Modells durch die anderen Modelle kompensiert
werden.

Um ein Ensemble zu bilden, gibt es viele unterschiedliche Methoden und Standardal-
gorithmen. Es gilt dabei zu beachten, dass das auch ein Ensemble dem ’no free lunch’
Theorem unterliegt. Fin einfaches Ensemble kann durchaus bessere Resultate als ein
komplexes Ensemble liefern. Im Folgenden werden die fir diese Arbeit relevanten Me-
thoden kurz beschrieben.

2.2.1. Voting

Voting ist die naheliegendste Ensemble-Methode. Aus einer Menge von komplementéren
Modellen 16st jedes Modell das Problem zunéchst eigenstandig. Im Anschluss wird durch
eine Mehrheitsentscheidung (Majority Vote) das Resultat bestimmt. Fiir Klassifikations-
probleme wird die Klasse mit den meisten Stimmen gewéhlt. Fiir Regressionsprobleme

1 . . . . . .
Unter Performance ist die Genauigkeit einer Vorhersage eines Modells zu verstehen. (unter anderem
tieferer mean squared error oder hohere accuracy)

11



2. Grundlagen & Hintergrund

werden die Outputs je nach Aufgabe unterschiedlich kombiniert. Ein naheliegender An-
satz ist es hier, den Durchschnitt aller Outputs zu bilden.

Eine Variation des Votings ist das gewichtete Voting (Weighted Majority Vote) [16]. Es
unterscheidet sich, indessen dass nicht jede Stimme gleich gewichtet ist. Bessere Modelle
sollen starker gewichtet werden als schlechte.

2.2.2. Bagging

Bagging, oder Bootstrap Aggregation [17], versucht die Stabilitit und Genauigkeit der
Vorhersagen zu verbessern, in dem mehrere unabhingige Modelle zu einem Durchschnitt
zusammengefasst werden. Dadurch soll die Varianz in der Vorhersage verkleinert werden.
Bagging ist eine der Hauptmethoden im Bereich der Ensembles.

Bagging unterscheidet sich von anderen Ensemble-Methoden in der Sicht, dass das Input
Dataset in mehrere Teilsets gemischt wird. Jedes Teilset besteht dabei aus 1 — 1/e =
63,2% einzigartigen Entries [18]. Die Teilsets werden danach manipuliert, sodass sie
einen Anteil an Duplikaten beinhalten. Dieses Aufteilen und Manipulieren des Datasets
heisst Bootstrapping. Auf jedem dieser Testsets wird dann ein Modell trainiert. Der
Output dieser Modelle wird danach entweder iiber Regression (als Durchschnitt), oder
iiber Voting (bei Klassifikation) kombiniert zur finalen Vorhersage. Fiir diesen Teilschritt
des Verfahrens steht Aggregation. Die Abbildung 2 zeigt den Aufbau von Bagging.
Tests mit realen und simulierten Datensdtzen unter Verwendung von Klassifizierungs-
und Regressionsbdumen, sowie der Auswahl von Teilmengen bei der linearen Regression
zeigen, dass Bagging zu erheblichen Genauigkeitssteigerungen fithren kann [17].

Boctstrap | | leamning | | ; Pzt
1 Saiple ] Mgty || Chemiliier 1
|
Tradning Boaistiap Learseng | | Coimbdned
Dsta [ Semple2 |7 Mlgormhm [ 9" T ot
ML S—
__ .| Bastkilrap - Ledining | | 5|
Sl 3 Algosithen ; Chassithes Frindicnion

Abbildung 2.: Bagging Aufbau [19]

2.2.3. Random Forest

Bei Random Forests handelt es sich um einen verbreiteten Standard-Algorithmus, wel-
cher oft gut performt [20]. Ein Random Forest besteht aus einer grossen Menge von
Decision Trees. Jeder Baum wird dabei unterschiedlich trainiert, indem nur eine zufal-
lige Teilmenge der Features beachtet werden. Gleich wie bei Bagging (Kapitel 2.2.2)
werden fiir das Training aus den Daten Teilmengen gebildet und fiir jeden Baum unter-
schiedlich gezogen. Schlussendlich werden alle trainierten Decision Trees mittels Voting

12



2. Grundlagen & Hintergrund

kombiniert. Typische, justierbare Parameter fiir Random Forests sind die Anzahl Bdume,
deren maximale Tiefe sowie die Mindestgrosse des Trainingssamples.

2.2.4. Stacking

Stacking [21] beschreibt eine Gruppe von Ensemble-Methoden, bei welchen mehrere Ba-
sismodelle trainiert werden, die dann durch ein Metamodell mit verbesserter Vorhersage-
kraft zusammengefasst werden. Das Metamodell lernt dabei die Schwichen und Stérken
der einzelnen Basismodelle und kombiniert ihre Vorhersagen, um das endgiiltige Er-
gebnis zu erreichen. Die Abbildung 3 zeigt einen Blueprint eines Stacking Ensemble.
Stacking kann einen positiven Einfluss auf den Generalization error haben, im Vergleich
zur Anwendung von nur einem Learning-Algorithmus. Der Generalization error misst
die Vorhersagekraft auf noch nicht gesehenen Daten. Stacking hat im Vergleich zu an-
deren Methoden den Vorteil, dass sowohl Bagging wie auch Boosting Algorithmen als
Basismodelle im Ensemble verwendet werden kénnen. Die grosste Herausforderung da-
bei ist es, die beste Kombination von Modellen und Algorithmen auszuwéhlen, wenn
man das Stacking Ensemble definiert [22]. Wenn es gelingt, gute Algorithmen auszuwéh-
len, kénnen diese ihre gegenseitigen Schwichen ausbiigeln und so bessere Vorhersagen
erreichen.

/
/
s . =
.-
-"’I
Inpad K = Dutpuit
|
’ LY
-\.

"  Base Model3

Abbildung 3.: Stacking Blueprint [23]

2.2.5. Boosting

Boosting Algorithmen kombinieren viele Weak Learner iterativ zu einem «Strong-Learner».
Mit einem Basis-Algorithmus, etwa einem Decision Tree, wird in jeder Iteration ein Weak
Learner trainiert, welcher sich um die Schwichen des Vorgéngers kiimmert. Zentral ist
dabei, dass Boosting Algorithmen auf gewichteten Daten arbeiten. Dabei werden Fehler
hoher gewichtet, sodass diese in der néchsten Iteration eher korrekt vorhergesagt werden
[24].

Es gibt viele Boosting Alorithmen. Unter anderem sind AdaBoost [24][25] und Gradi-
entboost [26] bekannte Algorithmen.

13



2. Grundlagen & Hintergrund

Gradient Boosting

In dieser Arbeit wird von den Standardalgorithmen hauptséchlich Gradient Boosting
verwendet. Gradient Boosting verwendet Gradient Descent, um eine beliebige, differen-
zierbare Loss-Funktion zu minimieren. Natekin et al.[27] erkldren den Algorithmus von
Friedman[26] wie folgt.

Algorithm 1 Friedman’s Gradient Boost algorithm, tibernommen aus Natekin et al.[27]

inputs:

e input data (z,y)
o number of iterations M

o choice of the loss-function ¥(y, f)

e choice of the base-learner model h(zx, 6)
Algorithm:

N
i=1

1: initialize fo with a constant
2: fort =1to M do
3: compute the negative gradient -g;(x)
4: fit a new base learner function h(z,6;)
5: find the best gradient descent step-size p; :
pr = argmin, Zi]il \\J [y,-, ft_l(xi) + ph(z;, Gt)}
6: upate the function estimate:
ft < feo1 + pih(x, 04)
7: end for

Der Algorithmus geht von einer Basisfunktion % aus und wird fiir M Iterationen aus-
gefiihrt. Im Schritt 3 wird der negative Gradient g:(z) (Residuen) der Loss-Funktion
aus den Testdaten und dem existierenden Ensemble aus der vorherigen Iteration berech-
net. Der negative Gradient entspricht dabei intuitiv dem Fehler des Ensembles aus der

vorherigen Iteration.
8‘1’(3/, ftfl(:l"))

o = o

Im Schritt 4 wird nun ein neues Modell trainiert, welches diese Fehler approximiert. An-
schliessend wird im Schritt 5 ermittelt, wie stark das neue Modell ins Gewicht fallen soll.
Oftmals wird dafiir auch einfach eine Konstante a zwischen 0 und 1, die Learning-Rate,
verwendet. Abschliessend wird das soeben neu gelernte Modell dem Ensemble hinzu-
gefiigt. Der beschriebene Algorithmus lédsst sich von Regressionsproblemen auf Klassi-
fikationsprobleme iibertragen, indem Klassenzugehorigkeiten als Wahrscheinlichkeiten
aufgefasst werden.

(2.1)

Gradient Boosting : Parameter

Gradientboosting hat einige Hyperparameter, welche auf ein spezifisches Problem ange-
passt werden koénnen.
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o Das Basis-Modell h(z,0), welches in jeder Iteration den Fehler approximiert. Oft-
mals ist h ein Decision Tree.

o Die Loss-Funktion ¥(y, f) wird nach Machine Learning Task bestimmt. Fiir Re-
gression konnte etwa der squared error loss verwendet werden.

e Die Anzahl Tterationen M entspricht der Anzahl der Modelle, welche trainiert
werden. M wird typischerweise so gesetzt, dass der Algorithmus bei Konvergenz
abbricht.

e Die Learning-Rate a beschreibt, wie sehr ein neues Modell ins Gewicht fillt. Bei
einer Learning-Rate von 1 konvergiert der Algorithmus schneller ist dafiir aber
anfilliger fiir Overfitting. Bei einer tiefen Learning-Rate sind zwar mehr Iterationen
notig, dafiir kann das Ensemble tendenziell besser generalisieren.

2.3. Word-/Sentence-Embeddings

Word- oder Sentence-Embeddings sind Vektoren, welche die Bedeutung eines Wortes
beziehungsweise eines Satzes darstellen. Dabei sollen Worter oder Sédtze mit d&hnlicher
Bedeutung auch dhnliche Vektoren haben. Embeddings machen natiirliche Sprache also
in gewisser Weise mathematisch vergleichbar.

Embeddings werden typischerweise mit neuronalen Netzwerken gelernt. Es gibt viele
vortrainierte Modelle, welche Word- oder Sentence-Embeddings berechnen kénnen. Fiir
Word-Embeddings sind GloVe [28] oder fasttext [29] bekannte, vortrainierte Modelle.
Sentence-Embeddings werden heutzutage meist mit transformerbasierten’ Modelle wie
roBERTa erstellt [30].

Embeddingvektoren haben typischerweise zwischen 300 und 1000 Komponenten. Ein
Beispiel mit fiinf Komponenten kénnte wie folgt aussehen (Word-Embedding):

w Kl K2 K3 K4 K5

cat 0 08 08 1 1

dog 04 055 0.8 1 0.99
teacher 1 0.0 0.7 043 0.24

cos__sim(Weat, Wdog) = 0.9734
cos__sim(Weat, Wieacher) = 0.5395

Wie im Beispiel zu sehen ist, sind die Word-Embeddings fir cat und dog sehr dhnlich, da
beide Worte beliebte Haustiere sind. 2 Vergleicht man jedoch cat oder dog mit teacher,
so ist der Unterschied grosser.

!Die Transformer-Architektur beschreibt eine neuartige Architektur von neuronalen Netzen. Die
Architektur wird in Kapitel 5.4.1 noch weiter erklért
2Die hohe cos__sim von 0.9734 dient zur Veranschaulichung. Real wire cat and dog weiter auseinander
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2.4. Substitution, Insertion, Deletion

In vielen Bereichen dieser Arbeit, wie zum Beispiel Metriken oder Alignment, ist von
Substitutions, Insertions und Deletions die Rede. Damit sind Transformationen gemeint,
um einen Satz s; in einen anderen Satz sg zu transformieren. Beispiel:

s1 = Hello World

I

substitute(Hello, Bye) & insert(see you tomorrow)

!

so = Bye World, see you tomorrow

2.5. ASR-Metriken

Fiir die Evaluation von ASR-Systemen gibt es verschiedene Metriken. Diese liefern einen
numerischen Vergleich zwischen der bekannten, menschlich annotierten Referenz einer
Audioaufnahme und der Hypothese eines ASR-System.

2.5.1. Word Error Rate (WER)

Die Word Error Rate [31], kurz WER, hat sich als géngigste Metrik zur Messung von
ASR-Systemen etabliert. Dabei wird ein Referenztext mit einer Hypothese verglichen.
Die Summe der Abweichungen ergibt einen prozentualen Score. Die Word Error Rate ist

definiert durch die Formel S+D4I
WER = ——— 2.2
H+S+D (2.2)

wobei S = Anzahl von ausgewechselten, D = Anzahl von geléschten, I = Anzahl der
eingefiigten und H = Anzahl von {ibereinstimmenden Woértern ist.

Die WER ist allerdings keine perfekte Evaluationsmetrik. Die Kritik geht in mehrere
Richtungen. Zum einen sind in der WER alle Fehler gleich stark gewichtet. Es haben aber
nicht alle Fehler denselben Einfluss auf die Lesbarkeit. Zum anderen ist die WER anfillig
auf unterschiedliche Hypothesenldngen und nicht immer reprasentativ. Auf kiirzeren
Hypothesen fallen Fehler mehr ins Gewicht. Andersherum braucht es bei einer langen
Hypothese viele Fehler, bis die WER signifikant sinkt. Trotz dieser Kritik ist die WER
auch in dieser Arbeit eine der Hauptmetriken.

2.5.2. SemDist

SemDist beschreibt die semantische Distanz zwischen zwei Texten [32]. Dabei bedeutet
eine SemDist von 0, dass die Texte exakt dasselbe bedeuten und von 1, dass die Texte eine
komplett unterschiedliche Bedeutung haben. Die Berechnung von SemDist ist aufgeteilt
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in zwei Teile. Mit trainierten Sprachmodellen, wie roBERTa, wird eine Utterance und de-
ren Referenz in ein Sentence-Embedding umgewandelt. Aus diesen Sentence-Embeddings
ist SemDist wie folgt definiert:

(eref)T * Chyp

SemDist(eref, €pyp) =1 — (2.3)
e leresll * lenypll
Anders ausgedriickt kann SemDist also als Cosinus-Distanz angesehen werden:
SemDist(€ref, enyp) = 1 — cos__sim(eref, €nyp) (2.4)

SemDist korreliert mit der WER. Die SemDist wird automatisch besser, wenn die WER
verbessert wird. Allerdings kann SemDist in Vergleichen von zwei Systemen mit gleicher
WER zeigen, welches System besser ist. Dazu ein Beispiel aus dem SemDist-Paper [32]:

ref: This is a cat WER SemDist
hl: This is the cat 25 % 0.0077
h2: This is a cap 25% 0.0157

Im Beispiel ist fiir beide Hypothesen die WER identisch. Die SemDist zeigt jedoch einen
wichtigen Unterschied und es kann gesagt werden, dass das erste Transkript besser ist
als das zweite.

2.5.3. Match Error Rate

Die Match Error Rate [33], kurz MER, gibt annédhernd die Wahrscheinlichkeit an, ob ein
Wort richtig transkribiert wird. Die Match Error Rate ist definiert durch die Formel
S+D+1

MER = 2.
R H+S+D+1 (2:5)

wobei S = Anzahl von ausgewechselten, D = Anzahl von gelschten, I = Anzahl der
eingefiigten und H = Anzahl von iibereinstimmenden Wortern ist.

2.5.4. Word Information Lost

Die Word Information Lost [33], kurz WIL, ist eine Annéherung an die relative Infor-
mation, welche durch das Transkribieren verloren geht. Die Word Information Lost ist
definiert durch die Formel

H2

WIL:l_(H+S+D)(H+S+I) (26)

2.5.5. Word Information Preserved

Die Word Information Preserved [33], kurz WIP, ist das Gegenstiick von WIL.

WIP =1-WIL (2.7)
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2.6. CEASR Korpus

Das CEASR Korpus [34] ist eine Sammlung von mehreren 6ffentlichen Sprachkorporas.
Fiir jeden Korpus sind Metadaten sowie die Transkripte von 14 ASR Systemen enthal-
ten. Der Output der ASR Systeme basiert in dieser Version auf dem Stand der Technik
von 2019. Fir diese Arbeit werden die sechs englischen Sprackkorpora AMI, TedLium,
ST, LibriSpeech, VoxForge und CommonVoice beriicksichtigt. Die Korpora lassen sich in
spontane Sprache (AMI), halb-spontaner Monolog (TedLium) und vorgelesener Sprache
(ST, LibriSpeech, VoxForge und CommonVoice) aufteilen. Das CEASR Korpus enthélt
25094 Ausserungen mit Metadaten zum Sprecher und der Aufnahme. Die Ausserungen
basieren auf iiber 45 Stunden Audioaufnahmen. Die Daten sind in einer einheitlichen
Form aufgearbeitet und strukturiert als JSON abgelegt. Die ASR Systeme, die zum
Transkribieren verwendet wurden, sind sowohl von kommerziellen Anbietern, als auch
Open Source Losungen. Die kommerziellen Losungen sind als Systeme B, C und D anony-
misiert worden. Unterschiedliche Konfigurationen ! der Systeme werden mit Zahlencodes
anonymisiert. Folglich ist zum Beispiel das Korpus «B1» das System 1 von Hersteller B.
Das Korpus liegt zum Start der Arbeit in der Version 1,0 vor.

2.7. Alignment

Das Alignment im Kontext dieser Arbeit beschreibt das Problem, mehrere d&hnliche Hy-
pothesen vergleichbar zu machen. Die Hypothesen verschiedener Systeme sind grund-
sétzlich dhnlich, jedoch nicht identisch. Gewisse Worter konnten in der einen Hypothe-
sen fehlen oder anders transkribiert worden sein. Das Ziel vom Alignment ist es, dass
verschiedene Hypothesen auf Wortbasis miteinander verglichen werden kénnen. Beispiel:

I love cats and dogs the same
I like cats people and dogs same
love cats and ducks the same

J Alignment |

I love cats and dogs the same
I like cats people and dogs same
love cats and ducks the same

2.7.1. ROVER

Fiscus[35] beschreibt mit Recognizer Output Voting Error Reduction (ROVER) unter
anderem ein Alignment von beliebig vielen Hypothesen an eine Primé&rhypothese. Die
vorgeschlagene Losung basiert auf sogenannten Word Transition Networks (WTN).

Viele Systeme konnen je nach Anwendungsfall konfiguriert werden, z. B. fiir Videoaufnahmen, Dia-
loge, Interviews etc.
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Word Transition Network

Ein Word Transition Network kann man als endlichen Automat (FSM) auffassen. Diese
FSM stellt die Worter und deren Ubergéinge in einem Text dar. Ohne Alignment ist ein
WTN einfach eine sequentielle Auflistung. Die Ubergiinge in Abbildung 4 stellen Worter
dar.

WIN-I 2 o2 ot o4
WIN? » b . L N d .t .
WING » b .- . d ot o f "

Abbildung 4.: Darstellung von drei WTNs, iibernommen aus [35]

Alignment von zwei WTN

Mittels Dynamic Programming (DP) werden rekursiv die Zustinde und deren Ubergin-
ge kombiniert. Dabei wird die Anzahl Insertions, Deletions und Substitions minimiert
[35][36]. Dies entspricht der Levensthein-Distanz auf Wort- statt Buchstabenbasis.

a b ¢ ar

WTN-BASE® # % a“’h\\ r"ﬂ‘-ﬁ"- .I""-‘H"!. ﬁ

-—_-—_-—_m__-

Abbildung 5.: Alignment von WTN-1 und WTN-2 (siehe Fig. 4), iibernommen aus [35]

Alignment von mehreren WTN

Die Alignments von mehreren Hypothesen an die Primérhypothese wird heuristisch-
iterativ durchgefiihrt. Schritt fiir Schritt wird jede Hypothese in das resultierende WTN
anhand einiger Regeln iibernommen. Zusammengefasst lauten diese Regeln:

1. Substitutionen und korrekte Worter werden als Zustandsiibergang iibernommen
2. Deletions werden als leerer Zustandsiibergang eingetragen

3. Fiir Insertions wird ein Sub-WTN erstellt und eingefiigt. Das Sub-WTN hat einen
neuen Zustand, welcher die Insertion als Ubergang zum nichsten Wort hat. Ausser-
dem wird fiir jedes bereits iibernommene Alignment ein leerer Zustandsibergang
hinzugefiigt

Verwendet man die obigen Regeln, um die Alignments WTN1 - WTN2 und WTN1 -
WTNS3 (siehe Abbildung 4) zu kombinieren, so erhélt man die resultierende WTN-Base”
(siehe Darstellung 6). Substituiert man nun die Zustandsiiberginge mit den korrespon-
dierenden Wortern und @ mit Leerzeichen, so erhdlt man ein Alignment der drei Hypo-
thesen.
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] b [ d i
W N-RASE™ .-"'—'”\ e W i f‘_"xr’"_"m

AN

Abbildung 6.: Alignment von WTN-1, WTN-2, WTN-3 (siche Fig. 4), iibernommen aus
[35]

2.7.2. Existierender Alignment Algorithmus - Triple Alignment

Ein Alignment-Algorithmus der ZHAW liegt bereits vor [2]. Dieser Alignment-Algorithmus
unterscheidet sich allerdings von ROVER. Zum einen werden keine Word Transition
Networks verwendet. Zum anderen konnen nur maximal drei Hypothesen angeglichen
werden. Ansonsten basiert die Implementation auf der Kombination von phonetischen
Codes und der Levensthein-Distanz. Ahnlich wie bei ROVER wird auch hier eine Pri-
mérhypothese festgelegt, an welche jeweils eine andere Hypothese angeglichen wird. Im
Folgenden wird der vorhandene Algorithmus im Detail erklart. Zuerst wird das Ali-
gnment zwischen zwei Hypothesen betrachtet. Im Anschluss wird auf das Vereinen von
zwel Alignments zum «Triple-Alignment» eingegangen.

Schritt I: Preprocessing

Als erster Schritt wird auf beiden Hypothesen ein Preprocessing durchgefiihrt. Es wer-
den Satz- und Sonderzeichen aus den Hypothesen entfernt. Ausserdem werden bekannte
Eigenheiten von CEASR bereinigt. Manche Systeme schreiben zum Beispiel [noise] oder
[2%7], falls etwas nicht als Wort transkribiert werden konnte. Ausserdem werden “8“ zu
“ss* gemacht.

Schritt |l: Delete Correct

Als Nichstes werden als Vereinfachung mit einer Heuristik alle grossen Ubereinstim-
mungen der beiden Transkripte “geloscht® beziehungsweise vorgemerkt. Ein rekursiver
Algorithmus bildet n-Gramme fiir die zwei Texte. Dabei ist anfangs n gross (bis zu 50
Worte) und wird in jedem Schritt kleiner, bis n = 3 ist. Falls ein n-gram in beiden Texten
gleich oft vorkommt und die Texte gleich lang sind, wird das n-gram mit dem Platzhalter
[n] substituiert. In einer weiteren Heuristik werden kleinere Ubereinstimmungen mit ge-
stalt pattern matching[37][38] gesucht. Zum Schluss werden im resultierenden Alignment
fir alle Substitutionen [n| jeweils n Worter als korrekt gekennzeichnet.

Beispiel:

I love cats and dogs the same
I like cats people and dogs same

wird zu
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I love cats [2] the same
I like cats people [2] same

und schlussendlich zu

hypl: I love cats and dogs the same
707 ?  correct correct ? ?

hyp2: I like cats people and dogs  same
77 ? ? correct correct ?

Schritt I1l: Alignment

Als Letztes werden fir alle ?-Eintriage der Mutationstyp (Substitution, Insertion, Dele-
tion) bestimmt und miteinander vereinigt. Dazu werden zuerst alle Eintrdge zwischen
korrekten Wortern aggregiert.

hypl : [I love cats, the same]
hyp2 : [I like cats people, same]

Anschliessend wird iiber jeden Eintrag in diesen Listen iteriert. Falls beide Eintriage ge-
nau ein Wort beinhalten, handelt es sich entweder um eine Substitution oder um ein
korrektes Wort und es kann direkt verglichen werden. Ansonsten werden bi- oder tri-
gramme gebildet. Falls der Eintrag eine Zahl beinhaltet, werden 5-Gramme gebildet und
Zahlen als Worte ausgeschrieben. N-Gramme helfen hier, um &hnliche Teilsédtze besser
miteinander zu matchen. Aus den gebildeten n-Grammen wird nun jeweils ein phoneti-
scher Code gebildet. Fiir alle Paare von phonetischen Codes wird mittels Levensthein-
Distanz das Paar mit der hochsten Ahnlichkeit (tiefste Levensthein Distanz) als Match
ausgewahlt und aus der Liste entfernt. Durch das Verwenden von phonetischen Codes
und n-Grammen koénnen auch Wortfolgen wie «before» und «be for» erkannt werden.
Falls es keinen Match gibt, handelt es sich um eine Deletion oder Insertion, je nachdem,
ob die Primarhypothese oder die Sekundarhypothese langer ist.

Beispiel fiir den ersten Eintrag aus der vorherigen Auflistung:

3 — gramsl : ", ’love’, ’cats’, 'i love’, 'love cats’, ’i love cats’]
3 — grams2 : [’ ’like’, ’cats’, 'people’, i like’, ’like cats’, 'cats people’, i like cats’, ... ]
In diesem Fall ist das erste Paar mit der hochsten Ubereinstimmung i’ (100 %). Im
Resultat wird nun ein also an der Position von ’i’ ein correct eingefiigt und ’i’ aus der
abzuarbeitenden Liste entfernt. In der nachsten Iteration verbleibt

3 — gramsl : ['love’, 'cats’, 'love cats’]

3 — ngrams2 : ['like’, 'cats’, 'people’, ’like cats’, 'cats people’, "like cats people’]

21



2. Grundlagen & Hintergrund

In diesem Fall ist ’cats’ eine 100% Ubereinstimmung, also wird an der Position von ’cats’
in beiden Hypothesen ein correct hinzugefiigt. In der folgenden Iteration wiirde like und
love gematcht, weil diese am ahnlichsten sind. In der letzten Iteration verbleibt nur noch
'people’, was dann zu einer Insertion fithrt. Anschliessend wird dasselbe fiir den zweiten
Eintrag mit 'the same’ und ’same’ durchgefiihrt.

Nachdem alle Kombinationen abgearbeitet wurden, sind alle ?-Eintrége ersetzt. Es ver-
bleiben zwei Listen mit den Mutationstypen, welche nun vereint werden miissen.

hypl : 1 love cats and dogs the same
correct substitution correct correct correct deletion correct

hyp2 : 1 like cats people and dogs same
correct substitution correct insertion correct correct correct

Dazu wird tiber die erste Liste iteriert. Eintradge am selben Index werden iibernommen,
wenn sie vom Typ Substitution oder Correct sind. Eine Deletion in der Primérhypo-
these wird in das Resultat iibernommen. Eine Insertion in der Sekundarhypothese wird
ebenfalls iibernommen. Schlussendlich resultiert also das Alignment:

1 love cats and dogs the same
I like cats people and dogs same
correct substitution correct insertion correct correct deletion correct

Triple Alignment

Es soll nun eine dritte Hypothese angeglichen werden:

I love cats and dogs the same
I like cats people and dogs same
love cats and ducks the same

Als Erstes wird geméss Schritt I-III ein Alignment zwischen der Ersten und der Dritten
Hypothese erstellt:

1 love cats and dogs the same
love cats and ducks the same
deletion correct correct correct substitution correct correct

Nun werden die zwei Alignment-Paare dhnlich wie bei ROVER anhand einiger Regeln
kombiniert: Es wird iiber die beiden Listen (Alignment-Paare) iteriert und sichergestellt,
dass immer dieselben Elemente der Primérhypothese verglichen werden. Deletions, Sub-
stitutions und Correct werden iibernommen. Fiir Insertions werden neue Eintréige er-
stellt. Das finale Alignment lautet:

I love cats and dogs the same
I like cats people and dogs same
love cats and ducks the same
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2.8. Literaturubersicht - Ensemble im Bereich ASR

Dass iiber mehrere ASR Systeme ein Ensemble gebaut wird, ist in der wissenschaftli-
chen Literatur eher selten erwdhnt. Die meisten Referenzen sind schon einige Jahre alt
[35][39][40][41]. Ein Grund fiir dieses Desinteresse in den letzten Jahren konnten neue
Modelle und Architekturen wie wav2vec 2.0 sein, welche den Stand der Technik so weit
vorangetrieben haben, dass sich Ensemble-Learning nicht mehr lohnt.

Die Idee, mehrere Outputs zu einem besseren Output zu kombinieren, ist naheliegend.
Bereits im Jahr 2000 wurde mit ROVER[35] ein Mechanismus beschrieben, um die Out-
puts von verschiedenen Systemen aneinander auszurichten (= Alignment, sieche Kapitel
2.7) und mittels Majority Voting eine bessere Hypothese zu erreichen.

Siohan et al. [40] versuchten im Jahr 2005 durch einen weiteren Voting-Ansatz, die WER
zu verbessern. Mit Decision Trees wurden mehrere komplementidre ASR-Systeme aufge-
baut. Der Versuch nutzte Datensets des MALACH Projekts sowie vom DARPA EARS
Projekt. Die Hypothesen der Systeme wurden ebenfalls mit ROVER kombiniert und
ausgewertet. Die erreichte Verbesserung lag bei 1,1 %, wenn drei Systeme kombiniert
wurden.

Dimitrakakis et al.[39] befassen sich mit Boosting und Bagging von Hidden Markov Mo-
dels (HMMs) auf der Stufe von Phonemen und gesamten Utterances. Mittels Boosting
konnte die WER zwar nicht signifikant verbessert werden, aber mittels Bagging wurde
die WER auf dem OGI Numbers 95 Dataset von 7,52 auf 5,97 gesenkt.

Etwas neuer ist der Ansatz von Deng etal. [41]. Es handelt sich um eine eher klassi-
sche Umsetzung von Ensemble-Learning. Mittels Stacking werden verschiedene neuro-
nale Netzwerke (DNN, CNN, RNN) trainiert und kombiniert. Auf dem TIMIT-Datenset
konnte so die Fehlerquote der Phonemerkennung des akustischen Modells von 22,1 %
(DNN) bzw. 19,3 % (CNN und RNN) auf 18,3 % reduziert werden. Eine Aussage iiber
die Auswirkungen auf WER wurde jedoch nicht getroffen.

Fiir ASR-Architekturen auf dem Stand der Technik, wie wav2vec 2.0 [8] oder w2v-
BERT [9] (siehe auch Kapitel 2.1), sind die Ansétze von Deng et al.[41] oder Dimitrakakis
et al.[39] nicht mehr direkt anwendbar, weil sich die Architektur von ASR-Systemen stark
verdndert hat. Wie in Kapitel 2.1 schon erwdhnt wurde, bringen diese Architekturen aber
von sich aus bereits eine bessere Leistung als die erwdhnten Ensemble-Methoden.
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3.1. Zielsetzung

Diese Arbeit verfolgt mehrere Ziele. Als Erstes soll ein Alignment-Algorithmus imple-
mentiert werden, welcher eine beliebige Anzahl von Transkripten verarbeiten kann. Ge-
nerierte Alignments sollen ausserdem automatisch bewertet werden kénnen, damit die
Qualitat eines Alignments beurteilt werden kann. Als Zweites sollen Ensemble-Methoden
gefunden werden, welche eine moglichst grosse Verbesserung der WER und der SemDist
erzielen. Als Drittes sollen die Grundlagen aufgearbeitet beziehungsweise geschaffen wer-
den, sodass nachfolgende Arbeiten darauf aufbauen kénnen.

3.2. Einschrankungen der Arbeit

Diese Arbeit ist bewusst eingeschréankt auf das Kombinieren von Outputs (Transkripten)
von mehreren ASR-Systemen. Ein anderer, klassischer Ansatz wére etwa das Training
und Erstellen eines modernen ASR-Systems mit Ensemble-Methoden. Von einem sol-
chen Ansatz wurde bewusst abgesehen, da die Losung schlussendlich fiir Interscriber ge-
dacht ist und Interscriber kommerzielle Systeme verwendet, welche nicht mit Ensemble-
Methoden beeinflusst werden kdnnen. Deshalb werden ASR-Systeme in dieser Arbeit
auch weitgehend als Blackbox angeschaut.

Ferner gilt ebenfalls eine Einschriankung auf drei Systeme. Dies hat vor allem Kos-
tengriinde. Falls die Losung in Interscriber zum Einsatz kommen wiirde, wiirde jedes
verwendete System Kosten verursachen, was irgendwann nicht mehr wirtschaftlich ist.
Deswegen wird die Option, mehr als drei Systeme zu verwenden, nur kurz erforscht, da-
nach aber weitgehend weggelassen. Dennoch werden alle Algorithmen fiir eine beliebige
Anzahl von Systemen entworfen.

Als letztes beschrankt sich die Arbeit auf die englische Version von CEASR. Die Algorith-
men sollten jedoch ohne grosse Modifikationen mit der deutschen Version von CEASR
zurechtkommen.

3.3. Auswahl des Korpus

Diese Arbeit verwendet CEASR in der Version 1.0, was dem Stand der Technik von 2019
entspricht. Es ist daher anzunehmen, dass moglicherweise durch Ensemble-Learning auf
den Daten von 2019 der Stand der Technik von 2022 gar nicht geschlagen werden kann.
Eine spétere Analyse (siche Kapitel 4.5) bestétigt diesen Verdacht. Trotzdem wird mit
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CEASR fortgefahren, mit der Erwartung, dass die Erkenntnisse und Resultate allge-
meingiiltig sind. CEASR wurde aufgrund dessen Einfachheit gewéhlt. Alle Daten sind in
einem einheitlichen Format. Ausserdem basiert die existierende Pipeline aus der STT-
Ensemble-Learning - Analyse ebenfalls auf den Erkenntnissen aus CEASR. Diese Arbeit
verwendet die 6ffentliche Version von CEASR. Die private, ZHAW-interne Version, wel-
che fiir die bestehenden Resultate in Abbildung 8 verwendet wurde, beinhaltet mit RT,
Switchboard und TIMIT noch weitere Korpora, welche in der 6ffentlichen Version nicht
vorhanden sind. Ferner ist das Korpus TEDLIUM-unsegmented in der 6ffentlichen Versi-
on vorhanden, wird jedoch in Abbildung 8 nicht erwahnt. Aus diesen Griinden verwendet
diese Arbeit schlussendlich die folgenden 8 Korpora aus CEASR: st, librispeech(clean &
other), AMI (Headset und Mix), commonvoice, TEDLIUM-segmented und voxforge.

3.4. Ausgangslage und Ensemble-Prozess

Grundlage dieser Arbeit ist die Ensemble-Pipeline aus der STT-Ensemble-Learning -
Analyse [2]. Die Pipeline aus dem Jahr 2020 bietet auf der Projektseite eine kurze Do-
kumentation. Darin wird die grobe Funktionsweise der Pipeline erldutert. Anfangs bot
die Pipeline die Moglichkeit, Ensemble-Methoden fiir drei Systeme zu evaluieren. Dazu
werden die Daten von den drei besten Systemen aus dem CEASR-Korpus verwendet.
Fiir jede Utterance werden die Hypothesen der drei Systeme benutzt, um eine neue
Hypothese zu erzeugen. Danach werden die Hypothesen mit der WER bewertet. Die
Pipeline kann in drei Komponenten aufgeteilt werden: Alignment, Ensemble-Methoden
und Evaluation.

In dieser Arbeit wurde diese Evaluationspipeline iibernommen und erweitert. Abbildung
7 zeigt die Pipeline, so wie sie am Ende der Arbeit vorliegt und veranschaulicht die Ab-
héngigkeiten im Ensemble Prozess. Insbesondere sei an dieser Stelle nochmals die Rolle
des Alignments erwahnt. Das Alignment bildet die absolute Grundlage fiir die Ensemble-
Methoden in dieser Arbeit. Jede Ensemble-Methode operiert auf einem Alignment.
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Abbildung 7.: Komponenten der Evaluationspipeline — Der Ensemble Prozess

Wie im Kapitel 2.7 detailliert beschrieben wurde, kann die bestehende Losung ein Ali-
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3. Vorgehen und Methoden

gnment fiir genau drei Hypothesen erzeugen. Dazu wird eine Primédrhypothese ausge-
wahlt. Die anderen zwei Hypothesen werden dann einzeln an die Primérhypothese an-
geglichen. Erst am Schluss werden die Alignments kombiniert.

Die existierende Pipeline implementiert folgende Ensemble-Methoden:
e Voting — Kapitel 5.2
o WordSimilarity Voting — Kapitel 5.3
 Perplexities (GPT) — Kapitel 5.4
o Hybrid (Voting + Perplexities) — Kapitel 5.5

Ausserdem wurde ein anderer Best-Possible (siehe Kapitel 4.5) Ansatz implementiert,
welcher jedoch nicht mehr lauffihig war. Das Scoring der Pipeline funktioniert iiber
eine eigene Implementierung der WER. Andere Metriken wurden nicht implementiert.
Abbildung 8 zeigt die erreichten WER, Verbesserungen. Unter anderem ist ersichtlich,
dass die erzielten Verbesserungen im Rahmen von 1 bis 2 % WER-Reduktion liegen.
Vergleiche zu Losungen in dieser Arbeit sind mit Vorsicht zu ziehen. Als Erstes wird im
Kapitel 4.1 beschrieben, dass die WER. - Implementation in dieser Arbeit unterschiedlich
ist und es Messunterschiede gibt. Als Zweites wird in Abbildung 8 nur eine einzelne
Originalhypothese, Google, betrachtet. Es ist unklar, welches der Systeme im 6ffentlichen
Korpus Google ist. Als Drittes werden die Resultate in dieser Arbeit stets mit allen
Originalhypothesen verglichen und es zeigt sich des Ofteren, dass nicht immer dasselbe
System das Beste ist. Weil Abbildung 8 nur mit einer Originalhypothese vergleicht,
ist unklar, ob diese wirklich immer die beste ist. Als Letztes ist unklar, ob die STT-
Ensemble-Learning - Analyse wirklich denselben Korpus wie diese Arbeit verwendet. So
beinhaltet Abbildung 8 Aussagen iiber die Korpora rt, switchboard und timit, welche in
der offentlichen CEASR Version nicht vorhanden sind.
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Abbildung 8.: Resultate der originalen Ensembling Implementation. Ubernommen aus
[2]. Das beste Model pro Korpus ist jeweils markiert.
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3. Vorgehen und Methoden

3.5. Evaluationen mit WER und SemDist

Wie im Kapitel 2.5 aufgezeigt wurde, gibt es viele Metriken, welche zur Bewertung
eines ASR Systems verwendet werden kénnen. Diese Arbeit beschrinkt sich allerdings
auf die WER und SemDist. Die WER wurde gewéhlt, weil es die gidngigste Metrik im
ASR Umfeld ist und die originale Pipeline ebenfalls mit der WER evaluierte. So kénnen
Vergleiche gemacht werden. SemDist wurde aufgrund der semantischen Komponente
gewdhlt. Ausserdem ist SemDist fiir Situationen gedacht, in denen ein WER, Vergleich
keinen Unterschied zeigt. Wie in Kapitel 2.5.2 erklart, kann so auch bei identischer
WER eine Aussage iiber das bessere System getroffen werden. Die Evaluationen werden
in dieser Arbeit mit der Evaluationspipeline (Anhang A.5) durchgefiihrt.
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4. Datenanalyse

In den folgenden Kapiteln werden Analysen iiber diverse Themen durchgefiihrt, um das
Umfeld fiir die zu implementierenden Ensemble-Methoden festzulegen. Es muss festge-
stellt werden, unter welchen Umsténden die Ensemble-Methoden agieren.

4.1. Implementation der Evaluationsmetriken

Um die Effektivitdt des Ensembles zu evaluieren, wurden die in Kapitel 2.5 erwahn-
ten Evaluationsmethoden in der existierenden Pipeline implementiert. Diese Metriken
bilden die Grundlage fir spétere Auswertungen und erlauben den Vergleich zwischen
verschiedenen Ideen und Ansétzen.

4.1.1. WER, MER, WIL, WIP

Die Berechnung der WER, MER, WIL und WIP wird von der Library jiwer [42] iiber-
nommen. Die WER Implementation aus der originalen Pipeline wurde angesichts schlech-
ter Performance (Laufzeit) verworfen. Es gibt Unterschiede der WER von jiwer und der
eigenen Implementation. Die Griinde dafiir sind unbekannt. Es kénnten Fehler in einer
oder beiden WER-Implementationen existieren. Da diese Arbeit ohnehin alle Experimen-
te von der STT-Ensemble-Learning - Analyse wiederholt, wurde diesen Unterschieden
nicht weiter nachgegangen.

Obwohl die Metriken MER, WIL und WIP in dieser Arbeit keine weitere Anwendung
finden, sind sie in der Pipeline integriert.

4.1.2. SemDist

Fiir SemDist existiert keine Python-Library. Daher wurde diese Metrik neu implemen-
tiert. Als einzig wichtige Voraussetzung fiir SemDist wird Mean-Pooling auf den Embedding-
Vektoren gennant. Wie in Kapitel 3.5 erwdhnt, dient die SemDist zur semantischen Be-
wertung.

Mean Pooling

Die Dimensionen der Sentence-Embeddings, welche mit einem transformerbasierten Mo-
dell erzeugt wurden, sind typischerweise abhangig von der Linge der Eingabe. Damit
solche Vektoren vergleichbar sind, sollen diese jedoch dieselben Dimensionen aufweisen.
Typisch sind Ziel-Vektoren der Lange 768 oder 384. Mean Pooling beschreibt eine ein-
fache Art, die Dimension eines Vektors zu reduzieren. Ein Sliding-Window der Grosse

28



4. Datenanalyse

n wird {iber den Vektor gelegt. In jedem Schritt wird der Durchschnitt der n-Werte im
Window gebildet und in den Zielvektor {ibertragen. Dann wird das Window um n-Stellen
verschoben und der Vorgang wiederholt. n wird anhand der Zieldimension bestimmt.

Implementation

SemDist schreibt nicht explizit vor, wie die Sentence-Embeddings zu bilden sind. Die
originale Implementation verwendet eine modifizierte und selbst trainierte Version von
roBERTa. Fiir die Implementation wurde das vortrainierte Distilroberta Modell gewéhlt.
Dieses Modell basiert auf roBERTa und kann in Python mit dem SentenceTransformers-
Package miihelos verwendet werden. Ausserdem verwendet die Kombination von Distil-
roberta und Sentence Transformers bereits Mean-Pooling. Mit den Sentence-Embeddings
und der Formel 2.3 konnte SemDist problemlos implementiert werden.

Resultat

SemDist wurde zum einen in einem Single- und zum anderen in einem Bulk-Mode im-
plementiert. Der Single-Mode hat einen grossen Overhead und hat deshalb eine erhéhte
Laufzeit. Der Bulk-Mode unterstiitzt das Berechnen von Embeddings auf Nvidia-GPUs
und erlaubt ein ziigiges Berechnen von vielen SemDist-Werten.

4.2. Alignment Ul

Ein Alignment auf dem ganzen CEASR Korpus umfasst eine grosse, uniibersichtliche
Datenmenge von iiber 25’000 Utterances. Das Alignment UI, welches in dieser Arbeit
entwickelt wird, visualisiert das Alignment zwischen einer beliebigen Anzahl von Syste-
men im Bezug auf eine Basishypothese. Das Tool hilft dadurch, in Alignments problema-
tische Stellen mithilfe von Farbkodierungen zu finden. Die problematischen Stellen des
Alignments kénnen in einer detaillierten Sicht, in der auch die Worter dargestellt sind,
beurteilt werden. Das Hochladen und Betrachten von ganzen Korpora soll einen guten
Uberblick iiber die Qualitit des Alignments liefern. Durch das Alignment der Vorher-
sage mit der Referenz kann das Tool auch bei der Analyse von Fehlern in Vorhersagen
eingesetzt werden.

4.2.1. Funktionsumfang

Das Alignment UT soll den folgenden Funktionsumfang ausweisen:
o Upload und Anzeige von Alignment File
o Darstellung einer Utterance in Punktemap und im Detail auf Wortebene
e Angzeige und allfillige Berechnung der WER auf Utterance Ebene

e Anzeige von Statistiken zu den Systemen
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4. Datenanalyse

Als erster Schritt wurde ein Mockup (Abbildung 9) des Tools erstellt, welches die wesent-
lichen Features grafisch aufzeigt. Das Mockup dient als Basis fiir die Implementierung.
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Abbildung 9.: Alignment Ul Mockup

4.2.2. Implementation

Als zweiter Schritt wird das Alignment Ul auf Basis des Mockups 9 implementiert.
Fiir die Implementierung wird das Frontend Framework Angular [43] verwendet. Die
Anwendung ist als Single Page Application entwickelt. Fiir die Verwaltung der grossen
Datenmengen der Alignments setzt das Tool auf NgRx [44].

4.2.3. Resultat

Die Abbildung 10 zeigt das fertige Alignment UI. Ein Alignment JSON File, welches vom
n-Align Algorithmus aus Kapitel 4.3 herausgegeben wurde, kann leicht modifiziert, iiber
eine Drag&Drop Zone hochgeladen werden. Die Modifikation am Alignment File betrifft
nur die Datenstruktur der Systeme. Ein Beispiel der genauen JSON Struktur kann dem
Readme im Github Projekts A.3 entnommen werden. Das Alignment UI kann mit einer
beliebigen Anzahl an angeglichenen Systemen umgehen. Zu jeder Utterance kann die
WER im Vergleich zur Primdrhypothese mitgegeben werden. Falls dieses Feld nicht
abgefiillt ist, wird es nach dem Hochladen im Alignment UI berechnet. Die WER hilft, als
Sortierkriterium fehlerhafte Alignments in einer grossen Datenmenge einfacher zu finden.
Das Alignment UI kann bei Alignments, welche drei Systeme von dem ganzen CEASR
Korpus enthalten, langsam reagieren, aufgrund der Datenmenge in diesen Dateien.
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Abbildung 10.: Alignment UI

4.2.4. Fazit

Das Alignment UT hilft sowohl in der Analyse von Alignments, wie auch in der Auswer-
tung von Vorhersagen mit einer iibersichtlichen grafischen Oberfliche. Das Tool konnte
in dieser Arbeit bei mehreren Aufgaben zu diesen Zwecken eingesetzt werden. Zum einen
wurde das Tool fiir die Analyse im Kapitel 4.4 zur Alignmentqualitdt verwendet. Zum
anderen wurde das Tool beim Entwickeln vom n-Align Algorithmus in Kapitel 4.3 zur
Fehlerdiagnose eingesetzt.

4.3. n-Align Algorithmus

Die bestehende Losung kann nur drei Hypothesen beziehungsweise Texte aneinander an-
gleichen. Diese Limitierung soll in Hinsicht zweierlei Probleme aufgehoben werden. Zum
einen konnte es in der Zukunft auch méglich sein, mehr als drei Systeme zu verwenden,
zum Beispiel, wenn ASR-Systeme giinstiger zu verwenden werden. Zum anderen bietet
ein Alignment von n-Hypothesen mehr Méglichkeiten fiir die Datenanalyse und Auswer-
tung. Hypothesen kénnten zum Beispiel an die Ground Truth (Referenzalignment) oder
an die Vorhersage einer Ensemble-Methode angeglichen werden. Im Folgenden wird ein
Algorithmus vorgeschlagen und implementiert, welcher beliebig viele Alignment-Paare
kombinieren kann. Diese Alignment-Paare werden identisch zum vorhandenen Triple Ali-

31



4. Datenanalyse

gnment aus Kapitel 2.7.2 gebildet. Auf eine Implementierung nach ROVER wurde aus
Zeit- und Komplexitétsgriinden verzichtet.

4.3.1. Implementation

Inspiriert von den ROVER-Regeln [35], kombiniert der n-Align Algorithmus Paare von
Alignments anhand vordefinierter Regeln. Weil die bestehende Implementation nicht
mit WTN arbeitet, konnen die Regeln nicht 1:1 angewendet werden. Es lassen sich aber
dhnliche Regeln formulieren:

1. Korrekte Werte und Substitutionen verhalten sich gleich. Sie kénnen {ibernommen
werden.

2. Insertions werden separat behandelt. Falls an einer Position mehrere Hypothesen
eine Insertion aufweisen, so werden diese jeweils kombiniert.

3. Loschungen ergeben einen leeren Eintrag

4.3.2. Resultat

Abbildung 11 zeigt schematisch die Kombination von n—1 Alignment-Paaren. Ein wich-
tiger Punkt des Algorithmus bildet Schritt drei in Abbildung 11. In diesem Schritt wird
sichergestellt, dass von jeder Hypothese das korrekte Gegenstiick in der Primarhypothese
verglichen wird.
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Abbildung 11.: n-Align Algorithmus
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Der neue n-Align Algorithmus liefert fiir n = 3 das exakt selbe Alignment wie der
urspriingliche Triple-Alignment Algorithmus. Der neue Algorithmus schreibt das Ali-
gnment ausserdem in ein neues, flexibleres JSON Format, welches vom Alignment Ul
(siehe Kapitel 4.2) verarbeitet werden kann. Als Folge von diesem neuen Format wurde
auch fiir den Rest der Pipeline ein Refactoring auf das neue Format durchgefiihrt.

Beispiel
Im Folgenden wird das Alignment von drei Hypothesen mit n-Align an einem Beispiel

veranschaulicht. Ausgangslage sind die zwei Alignment-Paare

I saw them be for
1 saw them and before
correct correct correct insertion substitution

und
1 saw them be for

saw them be for
deletion correct correct correct correct

Geméss Abbildung 11 wird nun iber die Paare iteriert, solange Elemente vorhanden
sind. Die erste Iteration verlauft wie folgt:

Paar 1 @ Head Paar 2 @ Head

I I
I (leer)
correct deletion
!
Schritt 2: Yes (keine Insertion)
!

Schritt 3: Beide Paare haben «I» als Primérhypothese. Somit ist fiir beide Paare
num_ prims,; = num_ prims,, = 1

!

Schritt 4: kombinieren:

I
text: ”I”, type: "Correct"
Yy
{ text: 77, type: "Deletion"}

!

Schritt 5: num_ prims (also 1) Eintridge aus den originalen Paaren léschen. Neue Listen:
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saw them be for saw them be for
saw them and before und saw them be for
correct correct insertion substitution correct correct correct correct

Die néchsten zwei Iterationen verlaufen identisch. Anschliessend ist jedoch die Insertion
von «and» an erster Stelle. In Schritt 3 sind sich so die Insertions nicht mehr einig:

Paar 1 @ Head Paar 2 @ Head

(leer) be
and be
Insertion correct

Folglich muss fiir die Insertion zuerst geméss Schritt 6 bis 8 eine Insertion fiir Paar 1
hinzugefiigt und der Insertion-Eintrag aus Paar 1 entfernt werden. Die néchste Iteration
ist die letzte. Diese lauft fast identisch wie die ersten Iterationen ab.

Paar 1 @ Head Paar 2 @ Head

be for be
before be
substitution correct

Wie ersichtlich ist, werden jedoch nicht mehr dieselben Anteile von der Primarhypothese
verglichen. Paar 2 vergleicht nur «be», Paar 1 allerdings «be for». Somit muss in Schritt
3 num__primspz = 2 gesetzt werden, bevor kombiniert wird. Schlussendlich werden also
die folgenden Alignments kombiniert:

Paar 1 Paar 2
be for be for
before be for
substitution correct correct

Weil num__prims,s = 2 fiir gesetzt wurde, werden im Schritt 5 nun zwei Eintrage aus der
Liste von Paar 2 gel6scht, womit nun beide Listen leer sind und somit der Algorithmus
fertig ist. Das Endresultat aus diesem Beispiel ist im Anhang A.2 zu finden.

4.3.3. Fazit

Mit n-Align kénnen nun beliebig viele Hypothesen angeglichen werden. Unter anderem
ermoglicht dies eine Implementierung des Best-Possible (siehe Kapitel 4.5), da es nun
moglich ist, drei oder mehrere Systeme jeweils an die originale Referenz anzugleichen. So
wird die Referenz mit den Hypothesen der verschiedenen Systeme vergleichbar gemacht,
was Riickschliisse auf die bestmogliche Performance zulésst.

4.4. Qualitatsbeurteilung des Alighments

Die Qualitit des Alignment kann die Ensemble-Methoden massgeblich beeinflussen. Da
das Alignment die Grundlage der Ensemble-Methoden bildet, soll festgestellt werden, ob
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das bestehende Alignment gut funktioniert. Die Qualitdt eines Alignment ist schwierig zu
beurteilen. Es sind keine Metriken oder Datensets bekannt, mit welchen ein Alignment-
Algorithmus evaluiert werden kann. Theoretisch lisst sich die Qualitéit ebenfalls schwer
bewerten [35]. Fiir ein Alignment zwischen zwei Sequenzen ist bekannt, dass das Ali-
gnment optimal ist. Allerdings ist ein iterativ erhaltenes Alignment, so wie es vorliegt,
kein optimales Alignment. Die Algorithmen fiir ein optimales Alignment zwischen meh-
reren Sequenzen existieren zwar, jedoch handelt es sich um ineffiziente Lésungen mit der
Komplexitat O(c") .

Zur Uberpriifung des Alignment wurde auf der n-Align Ausgabe von den Systemen B7,
C2 und D2 eine Auswertung gemacht. Das Alignment funktioniert nicht, falls aus einem
Wort einer Hypothese eine Substitution oder Insertion gemacht wurde, statt dass das
Wort als Correct mit dem gleichen Wort vorher oder nachher in der Primérhypothese
angeglichen wurde.

Auf dem gesamten CEASR Korpus (25094 Utterances) wurden 666 Utterances gefunden
(2,6 %), bei welchen diese Konstellation vorhanden ist. Die Félle wurden von Hand mit
dem Alignment Ul beurteilt. Dabei konnten zwei Félle klassifiziert werden:

1. Gleiches Wort aufeinanderfolgend in einer Hypothese
2. fehlerhaftes Alignment von drei Hypothesen

97 % sind Falle vom Typ 1 wie in der Abbildung 12. Da dabei das Wort mehrmals
vorkommt, aber auch einmal richtig angeglichen wurde, ist dies kein Fehler. Bei 3 % ist
jedoch ein Alignment herausgekommen, dass als fehlerhaft klassifiziert werden kann. In
der Abbildung 13 ist beim zweiten und dritten System «it’s» mehrmals vorhanden, die
drei «it’s» aus der zweiten Hypothese sollten mit denen aus der dritten Hypothese ange-
glichen sein. Da dieses Problem bei weniger als 0,1 % der Utterances auftritt, wurde im
Rahmen dieser Arbeit nichts weiter am n-Align Algorithmus aus Kapitel 4.3 angepasst.
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Abbildung 12.: Alignment doppelte Worter
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Abbildung 13.: Alignment Fehler

4.5. Maoglichkeiten im CEASR Korpus - Best-Possible und
Systemauswahl

Ensemble-Methoden kénnen grundsétzlich keine besseren Resultate erreichen, als was
die zugrunde liegenden Daten hergeben. Eine Analyse soll zeigen, was fiir eine Verbesse-
rung eine Ensemble-Methode auf dem CEASR Korpus theoretisch erreichen kann. Dieser
Ansatz wird Best-Possible genannt.

4.5.1. CEASR-Heatmap

Als erster Schritt muss evaluiert werden, welche Systeme aus CEASR {iberhaupt am bes-
ten funktionieren. Die Informationen aus dem CEASR-Paper reichen nicht aus, um die
korrespondierenden Daten im CEASR Korpus zu identifizieren. Die im Paper erwéhnten
Abkiirzungen stimmen nicht mit den Dateinamen in CEASR iiberein. Eine Uberset-
zungstabelle existiert ebenfalls nicht. Daher wurden alle Metriken aus Kapitel 4.1 auf
allen Korpora und Systemen aus CEASR berechnet, gemittelt und in einer Heatmap
zusammengefasst.
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Abbildung 14.: Heatmap WER
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Abbildung 15.: Heatmap SemDist

In den Heatmaps ist ersichtlich, dass die drei Systeme B5, B7 und D2 dominieren und
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immer eines dieser drei Systeme den besten Wert erreicht. Das System B ist in der
WER etwas besser als System D, dafiir ist System D semantisch leicht besser als System
B. Schlussendlich miissen drei Systeme fiir das Best-Possible ausgewéhlt werden. Am
sinnvollsten erschien es, die Systeme B7, C2 und D2 zu verwenden. Diese Auswahl wurde
aus zwei Griinden getroffen. Zum einen stammen Systeme mit dem gleichen Buchstaben
vom gleichen Hersteller. Diese konnen tendenziell schlechter kombiniert werden, weil sie
sich kaum unterscheiden und so die Diversitdt des Ensembles nicht gegeben ist. Zum
anderen wurde B5 zugunsten von B7 weggelassen. B7 ist auf spontaner Sprache im
Durchschnitt leicht besser als B5. Da der Stand der Technik auf nicht spontaner Sprache
auch ohne Ensemble Learning schon hervorragend ist, wird so der Fokus korrekterweise
auf spontane Sprache gelegt.

4.5.2. Berechnung des Best-Possible

Das Best-Possible kann als eine Ensemble-Methode angesehen werden, welche die Refe-
renz verwendet, um die bestmogliche Hypothese zu erzeugen. Fiir die Berechnung des
Best-Possible wird vom n-Align Algorithmus Gebrauch gemacht. Die Referenz wird als
Basishypothese angeschaut. Alle CEASR-Hypothesen der Systeme B7,D2 und C2 werden
an die Referenz angeglichen. Das resultierende Vierer-Alignment kann dann verwendet
werden, um die bestmégliche Hypothese fiir jede Utterance zu bilden. Dazu wird Wort
flir Wort geprift, ob in einer der drei Hypothesen das geforderte Wort der Referenz
enthalten ist. Falls ja, wird dieses in die neue Hypothese {ibernommen. Ansonsten wird
das aktuelle Wort ignoriert und weiter gemacht. Da dies auf «string equality» basiert,
wird streng genommen nur die WER minimiert. Schlussendlich werden fiir die Referenz
und die neue Hypothese die Metriken aus Kapitel 4.1 berechnet und der Durchschnitt
iiber den Korpus gebildet. Daraus resultiert Abbildung 16 (WER) respektive Abbildung
17 (SemDist).
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Abbildung 16.: Best-Possible WER
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Abbildung 17.: Best-Possible SemDist

4.5.3. Resultat

Die Abbildungen 16 bzw. 17 zeigen, dass Ensemble Learning durchaus Potenzial hat.
Gerade bei spontaner Sprache kénnte die WER und SemDist deutlich verbessert werden.
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So kann die WER auf den AMI-Korpora um 13 % resp. 18 % verbessert werden. Auf
den anderen Korpora ist die mogliche Verbesserung kleiner. Allerdings sind auch dort
WER-Verbesserungen von bis zu 5 % und SemDist Verbesserungen von 2 % bis 5 %
moglich.

4.5.4. Fazit

Mit dem Best-Possible Ansatz konnte gezeigt werden, wie gut die beste Lésung sein kénn-
te. Da «string equality matching» verwendet wurde, wird die WER, minimiert, nicht aber
zwingend die SemDist. Allerdings ist das Potenzial der SemDist auch ohne semantisches
Matching gross, wie Abbildung 17 zeigt, weshalb kein Best-Possible fiir SemDist erstellt
wurde. Abschliessend muss jedoch gesagt werden, dass der aktuelle Stand der Technik
schon besser als das Best-Possible von CEASR. aus 2019 ist. Fir LibriSpeech-Clean ist
bekannt, dass w2v-BERT eine WER von 1,4 % erreicht. Nachforschungen von Kanda
etal. [11] legen ausserdem nahe, dass der Stand der Technik auf dem AMI Korpus auch
schon unter 30 % WER liegt.

4.6. Auswahl der Primarhypothese

Fiir das Alignment muss eine Primédrhypothese ausgewahlt werden. Dieses Kapitel un-
tersucht, ob sich die Auswahl der Primérhypothese markant auf die WER oder SemDist
einer Ensemble-Methode auswirkt. Insbesondere soll festgestellt werden, ob durch eine
schlechtere Primérhypothese die Ensemble-Methode markant schlechter wird. Ein Ein-
fluss auf das Best-Possible kann ausgeschlossen werden, da bei Best-Possible immer die
Referenz als Primarhypothese angesehen wird.

Fiir das Experiment wird einmal B7 und einmal C2 als Primérhypothese ausgewéhlt.
Anders als bei den meisten anderen Analysen wird hier der gesamte CEASR Korpus
verwendet. Fir jede Utterance wurden die Alignments erstellt. Auf diesen Alignments
wird schlussendlich die Voting-Methode (siehe Kapitel 5.2) angewendet, um den Einfluss
der Priméarhypothese auf das Resultat abschétzen zu kénnen.

4.6.1. Resultat

Ein diff-Vergleich zwischen den zwei Alignments zeigt, dass die Alignments deutlich
unterschiedlich sind. Ein genauerer Blick zeigt, dass die meisten Unterschiede aus der
Reihenfolge in der Datenstruktur entstehen. Es gibt aber auch génzlich unterschiedli-
che Eintrdge. Vor allem betroffen sind Insertions und Deletions, welche nun vertauscht
wurden. Nach diesen Erkenntnissen iiberrascht es nicht, dass die Resultate nicht iden-
tisch sind. Die WER mit C2 als Primérhypothese ist ein wenig hoher als mit B7 als
Primérhypothese ist. Der Unterschied ist jedoch klein und auf einigen Korpora (st, vox-
forge) ist das C2-Alignment sogar marginal besser. Die SemDist vom B7-Alignment ist
ebenfalls fast durchgehend besser als C2. Allerdings sind die Unterschiede auch hier nur
bescheiden.
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Corpus Original B7 | Original C2 | Original D2 | Prediction C2 | Prediction B7 | Delta B7-C2
Ami_segmented_h 0,4303 0,5635 0,4231 0,43 0,4234 -0,66 %
Ami_ segmented _mix | 0,7389 0,8683 0,7585 0,7242 0,7171 -0,71 %
Commonvoice 0,0989 0,2331 0,0896 0,1017 0,0943 -0,74 %
Librispeech_ clean 0,0749 0,1207 0,0875 0,0714 0,0711 -0,03 %
Librispeech_ other 0,1548 0,2906 0,1634 0,1594 0,1538 -0,56 %
St 0,0324 0,0687 0,0351 0,0315 0,0321 0,06 %
Tedlium__segmented 0,0781 0,1419 0,0729 0,0676 0,0621 -0,55 %
Voxforge 0,0867 0,1439 0,0926 0,0799 0,0807 0,08 %

Tabelle 1.: Vergleich WER mit Voting. Rot = C2 als Prim ist besser als B7

Corpus Original B7 | Original C2 | Original D2 | Prediction C2 | Prediction B7 | Delta B7-C2
Ami_segmented_h 0,2721 0,3742 0,2568 0,2751 0,2708 -0,43%
Ami_segmented_mix | 0,4241 0,504 0,4204 0,4278 0,4198 -0,8%
Commonvoice 0,0873 0,2318 0,0704 0,0888 0,0831 -0,57%
Librispeech_ clean 0,0589 0,1245 0,0693 0,0598 0,0597 -0,01%
Librispeech_ other 0,1353 0,2824 0,1487 0,1459 0,1414 -0,45%

St 0,024 0,0635 0,0231 0,022 0,0225 0,05%
Tedlium_ segmented | 0,0475 0,1159 0,0462 0,0421 0,0385 -0,36%
Voxforge 0,0675 0,1374 0,0753 0,0658 0,0657 -0,01 %

Tabelle 2.: Vergleich SemDist mit Voting. Rot = C2 als Prim ist besser als B7

4.6.2. Fazit

Es zeigt sich, dass die Wahl der Primérhypothese keine entscheidende Rolle fiir die
relative Verbesserung spielt. Schaut man sich die absolute Auswirkung an, so fithrt die
Wahl von der schlechteren Primérhypothese jedoch oft zu keiner Verbesserung mehr. Es
ist somit zu empfehlen, das beste System als Primérhypothese festzulegen, da dies zu
einer leicht tieferen WER fiihrt. Ausserdem kénnen Ensemble-Methoden so als Fallback
immer die Priméarhypothese auswéhlen und erhalten so tendenziell die bessere Losung.

4.7. Anzahl Systeme

Grundsétzlich gilt geméss Kapitel 3.2 eine Einschriankung auf drei Systeme. Dieses Ka-
pitel soll untersuchen, ob von mehr als drei Systemen profitiert werden koénnte. Dazu
wurden zusétzlich zu den Systemen B7,D2 und C2 auch noch B3 und C1 verwendet.
Mit dem n-Align Algorithmus wurde ein Fiinfer Alignment mit B7 als Primérhypothese
erstellt. Ausserdem wurde ein Sechser Alignment mit der Referenz als Primarhypothese
erstellt. Anschliessend wurden die Alignments nach der Methode im Kapitel 5.1 50:50
aufgeteilt, damit die Utterances in allen Vergleichen identisch sind. Aus dem Referenz-
Alignment wird ein Best-Possible (siehe Kapitel 4.5) fiir finf Systeme erstellt. Auf das
normale Alignment wird die Voting-Methode aus Kapitel 5.2 angewendet. So soll zum
einen die Theorie und zum anderen die Praxis erforscht werden.
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Original Best-Possible
corpus B7 C2 D2 B3 C1 3 Sys | 5 Sys
ami_ segmented_ h 0,4319 | 0,5718 | 0,4287 | 0,6403 | 0,585 | 0,3044 | 0,2981 (40,63 %)
ami_segmented_mix | 0,7589 | 0,8821 | 0,763 | 0,8319 | 0,8877 | 0,5673 | 0,5271 (+4,02 %)
commonvoice 0,1007 | 0,2373 | 0,0917 | 0,2528 | 0,2373 | 0,0461 | 0,0439 (40,22 %)
librispeech_ clean 0,0739 | 0,122 | 0,0856 | 0,1449 | 0,122 | 0,0393 | 0,0364 (40,29 %)
librispeech_ other 0,1566 | 0,2884 | 0,1643 | 0,2962 | 0,2884 | 0,0991 | 0,0942 (40,49 %)
st 0,0349 | 0,071 | 0,0392 | 0,0829 | 0,071 | 0,0181 | 0,0165 (+0,16 %)
tedlium__segmented 0,0776 | 0,1429 | 0,0719 | 0,1807 | 0,1429 | 0,0296 | 0,0273 (40,23 %)
voxforge 0,0796 | 0,137 | 0,0888 | 0,1485 | 0,1399 | 0,0451 | 0,0413 (40,38 %)
Tabelle 3.: Vergleich Best-Possible WER fiir 3 und 5 Systeme

Original WER Voting | Improvements
corpus B7 C2 D2 B3 C1 3 Sys | 5 Sys 3 Sys 5 Sys
ami_ segmented_ h 0,4319 | 0,5718 | 0,4287 | 0,6403 | 0,585 | 0,4234 | 0,4755 | 0,53 % | -4,68 %
ami_ segmented mix | 0,7589 | 0,8821 | 0,763 | 0,8319 | 0,8877 | 0,7171 | 0,7686 | 4,18 % | -0,97 %
commonvoice 0,1007 | 0,2373 | 0,0917 | 0,2528 | 0,2373 | 0,0943 | 0,1398 | -0,26 % | -4,81 %
librispeech_clean 0,0739 | 0,122 | 0,0856 | 0,1449 | 0,122 | 0,0711 | 0,0802 | 0,28 % | -0,63 %
librispeech_other 0,1566 | 0,2884 | 0,1643 | 0,2962 | 0,2884 | 0,1538 | 0,1941 | 0,28 % | -3,75 %
st 0,0349 | 0,071 | 0,0392 | 0,0829 | 0,071 | 0,0321 | 0,0422 | 0,28 % | -0,73 %
tedlium_ segmented | 0,0776 | 0,1429 | 0,0719 | 0,1807 | 0,1429 | 0,0621 | 0,0865 | 0,98 % | -1,46 %
voxforge 0,0796 | 0,137 | 0,0888 | 0,1485 | 0,1399 | 0,0807 | 0,0867 0,6 % |-0,71 %

Tabelle 4.: Vergleich der Voting WER fiir 3 und 5 Systeme

Tabelle 3 zeigt den Vergleich des Best-Possible fiir die fiinf Systeme B7, D2, C2, B3
und C1, Im Vergleich zu nur drei Systemen sieht man, dass die WER, des Best-Possible
mit den fiinf Systemen durchgehend leicht besser ist. In Tabelle 4 wird die WER fiir
die Voting-Methode verglichen. Es zeigt sich, dass die WER bei Voting fiir 5 Systeme
durchgehend hoher als fiir 3 Systeme ist.

Fazit

Theoretisch zeigt Tabelle 3, dass mit 5 Systemen bessere Resultate als mit drei Systemen
erzielt werden kénnten. Es handelt sich allerdings mit Ausnahme von ami__segmented_ mix
nur um Verbesserungen von unter 1 %. Die geringe theoretische Verbesserung deutet dar-
auf hin, dass die Systeme B3 und C1 nur in den seltensten Féllen einen Beitrag leisten
kénnen. Schlussendlich heisst das, dass in den meisten Féllen, wenn C1 und B3 rich-
tig liegen, die anderen Systeme auch richtig liegen. Die Diversitdt des Ensembles mit
5 Systemen ist somit nicht ausreichend. Die Praxis in Tabelle 4 zeigt, dass die WER
deutlich schlechter wird, sobald schlechtere Systeme in das Ensemble aufgenommen wer-
den. Die schlechteren Systeme verfilschen die Abstimmung im Voting-Algorithmus. Der
naive Ansatz, noch andere Systeme aus CEASR zu verwenden, lohnt sich somit nicht.
Moglicherweise konnten die Informationen aus B3 und C1 als Tiebreaker oder mit tiefe-
rer Gewichtung verwendet werden. Dieser Ansatz wurde allerdings nicht mehr weiter
verfolgt.
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4.8. Feature Extraction

FEin moglicher Verbesserungsansatz kénnte Machine Learning sein. Es kénnte auf Wort-
basis gelernt werden, in welchen Situationen welches System ausgewahlt werden soll. Da-
zu braucht es ein Datenset, um die Systeme gegeben ihrer Outputs zu klassifizieren. Diese
Idee resultiert direkt aus dem Best-Possible Ansatz. In diesem Kapitel wird beschrieben,
wie die Features fiir ein solches Datenset fiir die besten Systeme aus CEASR (B7, D2,
C2) aussehen und extrahiert werden kénnten. Dafiir wurde ein FeatureExtractor-Tool ge-
schrieben, welches in Anhang A.5 dokumentiert ist. Dieses FeatureExtractor-Tool wurde
hinsichtlich der bestehenden Pipeline kompatibel implementiert, sodass in allen Analysen
Features extrahiert werden kénnten.

4.8.1. Labels

Die grundlegende Idee des Labelings ist identisch zum Best-Possible Ansatz. Der neue
n-Align Algorithmus wird ausgenutzt, um ein Referenz-Alignment von B7,D2,C2 und
der Ground Truth aus CEASR zu erhalten. Durch das Referenz-Alignment ist bekannt,
welche Systeme richtig liegen und welche nicht. Dies entspricht genau dem Label im Da-
tenset. Man konnte also sagen, dass mit diesem Datenset ein «Best-Possible-Estimator»
trainiert werden kann. Fiir die Systeme B7,D2,C2 werden alle Kombinationen als Label
definiert.

e mnone

« B7

e D2

e C2

« B7_D2

« B7_C2

« D2_(C2

« B7 D2 (C2

4.8.2. Features

Aus den bereits implementierten Ensemble-Methoden, insbesondere dem Voting, geht
hervor, dass die gegenseitige Ubereinstimmung der Systeme einen signifikanten Ein-
fluss haben kann. Im CEASR-Korpus sind ausserdem diverse Metadaten wie Alter, Ge-
schlecht, Sprechgeschwindigkeit oder Dialekt verfiigbar. Gerade der Dialekte oder Ak-
zente konnen einen grossen Einfluss auf die Qualitdt eines Transkripts haben [45][46].
Fine weitere Hypothese war es ausserdem, dass Wort- und Satzldnge einen Einfluss ha-
ben kénnten. Langere Worter und Sétze ermoglichen jeweils, mehr Fehler zu machen.
Aus diesen Uberlegungen ergeben sich die Features in Tabelle 5.
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Feature

Datentyp

Beschreibung

Agreement**

boolean

ContextAgreement** boolean

StemmedAgreement**boolean

Ubereinstimmung von zwei Systemen
(exakt identische Zeichenfolge)
Ubereinstimmung von zwei Systemen
(Prozentanteil korrekter Kontextworter
+/- 5 Worter)

Ubereinstimmung von zwei Systemen
(Stemming, dann wie Agreement)

WordSim** boolean semantische Ubereinstimmung - Word-
Embeddings ej,es cos_sim(e1,ez) >
0,75

SentenceLength* integer Satzlange der gesamten Hypothese, in
der das Wort vorkommt

WordLength* integer Wortlinge

aus CEASR

RecordingDevice enum Gerét, mit der eine Utterance aufgenom-
men wurde. (Beispielsweise cell-phone)

Geschlecht enum Geschlecht der Sprecherln

Dialect enum der gesprochene Dialekt (Beispielsweise
en-US)

Accent enum Flag, ob die sprechende Person ein Dia-
lekt hat oder nicht

SpeakingRate float Sprechgeschwindigkeit der Person

Age integer Alter der sprechenden Person

TypeOfSpeech enum Art des ASR-Korpus (spontane Sprache,

semi-spontane Sprache oder vorgelesene
Sprache)

Tabelle 5.: Features aus CEASR und Referenzalignment. Features mit * existieren fiir
jedes System. Features mit ** existieren fiir jedes paar von System
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4.8.3. Extraktion der Features

Fiir jedes Wort in jeder Utterance im Alignment werden die in Tabelle 5 erwdhnten
Features extrahiert. Die meisten Features sind selbsterkliarend. Es gibt jedoch einige
Eigenheiten oder Implementationsdetails.

CEASR Features

Features aus der CEASR-Kategorie werden aus den originalen CEASR-Korpora extra-
hiert. Die Metadaten in CEASR stammen aus den originalen Korpora. Es sind nicht
alle Metadaten in jedem Korpus vorhanden. Ahnlich wire es allerdings auch in einem
produktiven Setup denkbar. Vor der Erstellung eines Transkripts konnte der Benutzer
Metadaten angeben, welche jedoch nicht immer bekannt sind. Eine Datenauswertung
zeigt, welche Daten in welchen Korpora verfiigbar sind.

Korpus rec. device | gender | dialect | accent | rate | age | ToS
ami_segmented h X X (x) X X - X
ami_ segmented_mix | x X (x) X X - X
commonvoice X (x) (x) (x) X (x) | x
librispeech__clean - b X - X - X
librispeech__other - X X - X - X
st X X X - X - X
tedlium_ segmented - b'e b'e - X - X
voxforge - X (x) (x) X - b'e

Tabelle 6.: Vorhandene Metadaten in CEASR fiir Feature Extraction; x = Vorhanden,
(x) = Teilweise vorhanden, - = nicht vorhanden

WordSim**

Das WordSim Feature gibt an, ob es sich bei zwei Wortern um semantisch identische
Worter handelt. Dazu werden Word-Embeddings ej, eq fiir die Worter der zwei vergli-
chenen Systeme gebildet.

WordSim wurde anhand folgender Formel definiert:

1, wenn cos_sim(el,e2) > 0,75

WordSim = { (4.1)

0, ansonsten

Ahnlich wie bei SemDist, kann die Cosinus-Ahnlichkeit als Ahnlichkeitsmass der zwei
Embeddingvektoren angeschaut werden

WordSim-Cuttoff

Der Cutoff von 0,75 in Formel (4.1) wurde durch eine Datenanalyse (Abbildung 18)
erhalten. Fiir eine Liste von ca. 8000 Singular-Plural-Tupeln und den Zeitformen von
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ca. 2000 Verben wurde die paarweise Cosinusdistanz statistisch ausgewertet. In einem
ersten Schritt wurde das bekannte fast Text-Modell [29] verwendet. Die Datenauswertung
zeigt jedoch, dass ein Cutoff eher tief bei Q1 = 0,47 angesetzt werden miisste, um
eine gute Anzahl Matches zu erhalten. Um dies besser zu beurteilen, wurden in einem
néchsten Experiment die Tupel jeweils um einen Eintrag verschoben, sodass Singular
/ Plural und Zeitform nicht mehr iibereinstimmen. Mit diesem «Out-of-Sync» Ansatz
sollen Fehlklassifikationen evaluiert werden. Abbildung 18 zeigt, dass fiir einen Cutoff
von Q1 = 0, 47 fiir weniger als 25 % der Daten WordSim = 1 gelten wiirde. Da dies relativ
hoch ist, wurde als Vergleich DistilroBERTa, dasselbe Modell, welches fiir die SemDist
verwendet wurde, hinzugezogen. Es zeigt sich, dass in diesem Fall ein Q1-Cut-off bei
0,75 % liegen wiirde. Bei genauerer Betrachtung fillt auf, dass die Ausreisser meistens
Vergleiche zwischen dem Infinitiv und irreguldren Perfect Continuous Zeitformen sind.
So ist zum Beispiel cos__sim(bring, brought) = 0,52. Der «Out-of-Sync» Ansatz ergibt
bei DistilroBERTa ein &hnliches Bild wie bei fastText. Schlussendlich wurde ein Cut-Off
von 0,75 mit DistilroBERTa festgelegt. Die Datenpunkte liegen bei DistilroBERTa enger
beieinander und Ausreisser lassen sich besser erkléren.
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Abbildung 18.: Vergleich FastText und DistilroBERTa fiir WordSim Feature
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ContextAgreement**

Beim Context Agreement wird das Umfeld des Wortes in der Utterance betrachtet. Dazu
werden fiir beide Systeme jeweils fiinf Worte vor und nach dem Zielwort betrachtet.
Die Anzahl Ubereinstimmungen an diesen Kontextwortern werden durch die Anzahl
betrachteter Worte geteilt. Falls die Utterance weniger als zehn Worte hat, werden alle
Worte verwendet. Falls vor oder nach dem Wort nicht fiinf Woérter vorhanden sind,
werden auf der anderen Seite mehr Worter verwendet. So ist immer garantiert, dass
zehn Worter betrachtet werden, sofern die Utterance lénger als zehn Worte ist.

4.8.4. Resultat und Fazit

Die implementierte Feature Extraction Pipeline kann schnell und zuverléssig alle Fea-
tures extrahieren und codieren. Neue Features konnen einfach definiert und ebenfalls
hinzugefiigt werden. Die Features kénnen auch aus der Evaluationspipeline extrahiert
werden. Fiir weitere Experimente steht nun ein Datenset mit iiber 250’000 Datensétzen
zur Verfiigung. Technisch gesehen wird das Datenset allerdings noch nicht exportiert,
sondern nach der Extraktion jeweils sofort im Hauptspeicher verwendet.

4.9. Cross WER Evaluation

Eine wichtige Frage ist es, ob sich die Anwendung eines Ensemble-Algorithmus lohnt.
Wie der Best-Possible Ansatz zeigt, sind auf vielen Korpora keine grossen Verbesserun-
gen moglich. In diesen Féllen wiirde es unnétige Kosten verursachen, drei Systeme zu
verwenden, um die WER nur minimal zu verbessern. In diesem Experiment wird un-
tersucht, ob ein Zusammenhang zwischen der WER einzelner Systeme auf die Referenz
und der gegenseitigen WER zweier Systeme besteht. Dieser Umstand wird in diesem
Dokument als Cross WER bezeichnet. Die Cross WER wurde fiir alle Kombinationen
von Systemen erstellt.

4.9.1. Resultat

Die Tabelle 7 zeigt die Cross WER zwischen den zwei Systemen, B7 und D2, im CEASR
Korpus. In der Spalte value findet sich die Cross WER der beiden Systeme. Diese wurde
fiir jeden Korpus in CEASR berechnet. Es kann beobachtet werden, dass bei tiefen WER
Werten zwischen Systemhypothese und Referenz auch die Cross WER zwischen den zwei
Systemen tief ist. Auf dem AMI Korpus (spontane Sprache) haben beide System auf die
Referenz eine hohe WER, die Cross WER der beiden Systeme ist tiefer. Beide Systeme
miissen daher an der gleichen Stelle gleich falsch transkribieren. Auf vorgelesener Sprache
haben beide Systeme eine tiefe WER, auf die Referenz. Die beiden Systeme haben auch
eine tiefe Cross WER. Da die Systeme selbst schon eine einstellige WER haben, wird
die Verbesserung durch ein Ensemble den Text nicht signifikant verbessern kénnen. Ein
Ensemble-Algorithmus konnte sich in diesem Fall nicht lohnen.
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corpus pair sysl | sys2 | value sysl_ref wer | sys2_ref wer
ami_ segmented_ h.json B7 D2 | BT D2 | 0,349507931 | 0,430510744 0,426202345
ami_ segmented_mix.json | B7_D2 | B7 D2 | 0,487123994 | 0,738798253 0,759956138
commonvoice.json B7_D2 | B7 D2 0,115312349 | 0,098960993 0,089888743
librispeech__clean.json B7_D2 | B7 D2 | 0,08540795 | 0,074920496 0,087840478
librispeech_ other.json B7 D2 | BT D2 | 0,161570381 | 0,154866903 0,163919241
st.json B7_D2 | B7 D2 | 0,038844396 | 0,032360461 0,036561381
voxforge.json B7_D2 | B7 D2 | 0,089383528 | 0,086803072 0,09305573

Tabelle 7.: Resultat Paarweiser Vergleich von System B7 mit D2

Falls zwei Systeme sehr dhnlich sind, wie B3 und B4, die beide vom gleichen Provider
stammen. Die Systeme haben zur Referenz eine hohe WER. Die Cross WER dieser zwei
Systeme ist aber im einstelligen Prozentbereich. In der Tabelle 8 kann dies aufgezeigt
werden. Wobei das System B3 verglichen mit einem anderen schlechteren System, wie
D2, keine tiefe Cross WER aufweist.

corpus pair sysl | sys2 | value sysl_ref wer | sys2_ref wer
ami_ segmented__h.json B3_B4 | B3 B4 0,081114522 | 0,632958301 0,650613469
ami_ segmented_ h.json B3_D2 | B3 D2 0,595559252 | 0,632958301 0,426202345
ami_ segmented_ mix.json | B3_B4 | B3 B4 0,092905658 | 0,826970286 0,834992788
ami_segmented_ mix.json | B3_D2 | B3 D2 0,886278964 | 0,826970286 0,759956138

Tabelle 8.: Resultat Paarweiser Vergleich von System B3 mit B4 und D2

Die Tabelle 9 zeigt, dass die Cross WER bei guten Transkripten, wie sie die Systeme auf
libirspeech__clean erreichen, sich am schlechteren System orientiert.

pair value sysl_ref wer | sys2 ref wer
B7_ B3 0,117384409 | 0,074920496 0,14312019
B7 B4 0,117384409 | 0,074920496 0,14312019
B7_B5 0,009605814 | 0,074920496 0,073460067
B7_BS 0,210796756 | 0,074920496 0,233795249
B7 C1 0,152717204 | 0,074920496 0,160682908
B7_C2 0,152717204 | 0,074920496 0,160682908
B7 D1 0,08540795 0,074920496 0,087840478
B7 D2 0,08540795 0,074920496 0,087840478
B7_kaldi_ aspire 0,2046716 0,074920496 0,213271796
B7_kaldi_ librispeech 1,015405017 | 0,074920496 1,012388501
B7_mozilla_ deepspeech___am_ generic_mm___lm_ generic | 0,118640818 | 0,074920496 0,095822726
B7_ sphinx4 am_generic_c_ lm_generic 0,257715305 | 0,074920496 0,264013949
B7_sphinx4___am_ generic_ptm___lm_ generic_p 0,327363682 | 0,074920496 0,335495126

Tabelle 9.: Resultat Paarweiser Vergleich von System B7 auf librispeech_ clean

4.9.2. Fazit

Ist die Cross WER tief, so handelt es sich entweder um vorgelesene Sprache oder aber
die verglichenen Hypothesen sind beide fast identisch. In beiden Féllen ist es zwecklos,
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Ensemble-Methoden anzuwenden, da das Transkript entweder schon wenige Fehler auf-
weist oder aber ein Ensemble nicht divers genug wére. Ist die Cross WER jedoch hoch,
koénnten sich Ensemble-Methoden lohnen, um die Vorhersage zu verbessern. In einer
produktiven Umgebung konnte etwa eine Minute der Audioaufnahme mit allen drei Sys-
temen transkribiert werden und dann die Cross WER berechnet werden. Nur bei einer
hohen Cross WER wiirde dann mit Ensemble-Methoden fortgefahren werden.
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In diesem Kapitel werden die implementierten Ensemblemethoden erlautert. Es wird
auf Implementationsdetails eingegangen und die Verbesserung der WER und SemDist
aufgezeigt. Der Input fiir jede Methode ist wie schon erwahnt immer ein Alignment von
den Systemen B7, D2 und C2 ist. Eine Ubersicht der erreichten Verbesserungen aller
Methoden ist in der Tabelle 13 (WER) bzw. 14 (SemDist) ersichtlich. Zuerst werden in
den Kapiteln 5.2 - 5.5 die Methoden aus der originalen Losung [2] besprochen, wo nétig
erweitert sowie deren Daten mit den neuen Metriken erhoben. Anschliessend folgen in
den Kapiteln 5.6 - 5.9 neue Ansétze.

5.1. Aufteilung in Training und Test

Um Ansétze, welche mit den Features aus Kapitel 4.8 trainiert wurden, gut messen zu
konnen, werden vor der Feature Extraction 50 % der Utterances aus jedem Sub-Korpus
als Testdaten zur Seite gelegt und die verbleibenden 50 % fiir das Training benutzt. Der
Cutoff wurde bei 50 % angesetzt, weil die Lernkurve in Kapitel 5.6.6 nach der Héalfte
der Daten keine nennenswerte Verbesserung mehr aufzeigte. Das Berechnen des Best-
Possible auf diesen Testdaten zeigt ausserdem, dass die Testdaten das gesamte Datenset
gut reprasentieren (Abbildung 19 und 20). Allerdings gibt es Abweichungen im Bereich
von 2-4 %, falls man mit dem Best-Possible aus dem gesamten CEASR Korpus (Kapitel
4.5) vergleicht. Damit nun alle Resultate vergleichbar bleiben, wird fiir alle Methoden in
diesem Kapitel das gleiche 50 % - Testdatenset verwendet, falls nichts anderes definiert
wurde. Infolgedessen basieren die Resultate also auf der Hélfte von CEASR, was ungefihr
30 Stunden Audio entspricht.
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Abbildung 20.: Best-Possible SemDist (50 % Split)
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5.2. Voting

Der Voting-Ensemble-Algorithmus entscheidet per Mehrheitsentscheidung, welcher Text
aus den Hypothesen als Vorhersage zuriickgegeben wird. Dies ist die naheliegendste Art
eines Ensembles. Dieser Algorithmus war bereits im erhaltenen initialen Code vorhanden.
Es wurde ein Refactoring betrieben und der Algorithmus so angepasst, dass n-Systeme
beriicksichtigt werden koénnen.

Voting ist in zwei unterschiedlichen Ausprdgungen implementiert. In der ersten Aus-
pragung wird das Alignment der Hypothesen stur sequenziell abgearbeitet. Die zweite
Auspragung aggregiert nacheinander folgende Teile des Alignments, welche nicht in allen
Hypothesen iibereinstimmen, zu einem zusammengefassten Teilsatz. Der Gedanke hinter
dieser Aggregation ist es, lesbarere Resultate zu produzieren. Die Abbildungen 21 und
22 stellen das Alignment vor und nach der Aggregierung gegeniiber. «has» und «annota-
tion» wurde von den drei Systemen B7, D2 und C2 iibereinstimmend transkribiert. Bei
den drei Wortern dazwischen stimmen nicht alle drei Systeme iiberein, deshalb werden
diese zusammengefiigt.
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Abbildung 21.: Alignment vor Aggregierung im Alignment UI
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5.2.1. Aggregated Votes Algorithmus

Im aggregierten Voting wird fiir jede Hypothese die Summe an Ubereinstimmungen
gebildet und daraus die beste Hypothese abgeleitet. In dieser Matrix das Beispiel aus
der Abbildung 22.
its own
a its own
the it's an

Es wird spaltenweise iiber die Matrix iteriert. In der ersten Spalte haben alle Systeme
einen anderen Wert ausgegeben, daher erhélt jedes System einen Vote von +1, was
zum Zwischenstand [1,1, 1] fihrt. In der zweiten Iterationen stimmen die ersten zwei
Systeme iiberein, deshalb erhalten sie je einen Vote von +2, wihrend System drei wieder
+1 erhilt. Das Gleiche gilt auch fiir die letzte Iteration, womit das Voting Resultat dieser
Aggregation [5, 5, 3] ist. Uber den Index mit der hochsten Anzahl an Stimmen wird nun
die Hypothese bestimmt, welche fir diesen Abschnitt zuriickgegeben wird. In Beispiel
aus der Matrix ist das «its ownp.

5.2.2. Resultate

Wie Abbildungen 24 und 26 zeigen, kann Voting die WER teilweise um 0,5 bis 1 %
reduzieren.
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Abbildung 26.: Voting SemDist aggregiert

5.2.3. Fazit

Voting ist ein naheliegender Ansatz, welcher einfach zu implementieren ist. Durch Voting
alleine léasst sich die WER oder SemDist nicht drastisch senken. Die aggregierte Version
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des Votings liefert sowohl fiir die WER in Abbildung 24, sowie fiir SemDist in Abbildung
26 leicht bessere Resultate wie das nicht aggregierte Voting. Dieses wirkt plausibel. Ein
System, das an den meisten Orten Ubereinstimmt, hat die héhere Wahrscheinlichkeit an
uneinigen Stellen das richtige Wort transkribiert zu haben.

5.3. Word Similarity Voting

Anders als beim puren Voting Ansatz soll beim Word Similiartiy Voting auch bei nicht
exakt gleichen Wortern eine Aussage getroffen werden, welches System die am wahr-
scheinlichsten beste Vorhersage liefert. Hierzu werden die Ahnlichkeiten in den Wértern
der Hypothesen betrachtet. Zur Berechnung von der Ahnlichkeit in den aggregierten Hy-
pothesen verwendet dieser Ensemble-Algorithmus pre-trained Word Vectors, welche auf
Common Crawl und Wikipedia unter Verwendung von fastText trainiert wurden [47].
Der Algorithmus liefert die Vorhersage des Systems, dass die meisten Stimmen basierend
auf der maximalen Ahnlichkeit per Wort erreicht hat. Dieser Algorithmus funktioniert
nur auf einem aggregierten Alignment (siehe auch Kapitel 5.2 zur «Aggregationy).

Das folgende Beispiel veranschaulicht die Funktionsweise des Algorithmus:

the cap eats at house
the cat eats a mouse
their cats is a mouse

Fir die drei Worter «they», «the» und «their» werden die Word Vectors berechnet. Fiir
die Word Vectors wird das Skalarprodukt berechnet. Die n-Systeme, die die hdchste
Cosinus-Ahnlichkeit haben, erhalten eine Stimme. Im Beispiel sind das die zwei gleichen
Worter «they.

o = O
S O =
o O O

In den weiteren Iterationen ergeben sich die folgenden summierten Stimmen:

o = O

1
0
1

o = O
1
S N O

2
0
1

S = O
o N O
N O N
o N O
o N O
w O N
o w o

Fiir jede Zeile in der Stimmen Matrix wird die Summe der Stimmen berechnet. Die
Hypothese «the cat eats a mouse» hat fiinf Stimmen erhalten und wird als Vorhersage
zuriickgegeben.

5.3.1. Resultate

Die Abbildungen 27 und 28 zeigen die WER und SemDist des Word Similarity Voting.
Bis auf den Korpus ami_ segmented_ mix sind die Resultate im selben Bereich wie beim
aggregierten Voting.
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Abbildung 27.: Word Similarity WER

SemDist along Corpara

Abbildung 28.: Word Similarity SemDist

5.3.2. Fazit

Das Verwenden von Word-Embeddings fiir ein &hnlichkeitsbasiertes Voting hat keinen
durchgehenden, positiven Einfluss auf die WER im Vergleich zum normalen Voting.
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Semantisch ist der dhnlichkeitsbasierte Ansatz hingegen leicht besser (<1 % SemDist)
als das normale Voting. Das beobachtete Verhalten ist plausibel. Die WER misst nur
exakt korrekte Zeichenfolgen. Durch das Verwenden der Ahnlichkeit werden tendenziell
auch unterschiedliche Zeichenfolgen in der Vorhersage begiinstigt.

5.4. Perplexities (GPT)

Dieses Kapitel untersucht die Wirksamkeit eines Einsatzes von GPT Modellen in einem
Ensemble. GPT-2 generiert in Versuchen synthetische Texte in bis dato unerreichter
Qualitat. In diesem Kapitel wird untersucht, ob GPT-2 auch in einem ASR Ensemble
angewendet werden kann. Eine erste Version des Algorithmus lag zu Beginn der Arbeit
bereits vor [2]. In dieser Bachelorarbeit wurde der Algorithmus weiterentwickelt, um mit
einer beliebigen Anzahl an Hypothesen umgehen zu kénnen. Des Weiteren wurde mit
GPT-2 ein neueres Modell eingesetzt [48]. Die Methode versucht, Woérter anhand der
sprachlich hochsten Wahrscheinlichkeit auszuwéhlen.

5.4.1. Transformer-Architektur und GPT

Ein Transformer ist eine Architektur von neuronalen Netzen. Bis zum Aufkommen von
Transformer-basierten Algorithmen sind im Bereich NLP meistens auf einem basierende
Algorithmen verwendet worden. Diese Modelle behandeln Worter in Sétzen als einzelne,
lose Worter. In der Sprache kommt es aber auf den Kontext eines Wortes an. Wenn
Worter in einem Satz die Position tauschen, kann der Satz eine komplett neue Bedeutung
erhalten. Transformers, welche von Google im Paper “Attention is All You Need” [49] das
erste Mal erwdhnt wurden, basieren nicht wie frithere Modelle auf Rekursion, sondern
auf einem Aufmerksamkeitsmechanismus. Ein weiterer Vorteil ist die Parallelisierung
beim Trainieren der Modelle [49], wodurch Modelle auf riesigen Datenmengen trainiert
werden koénnen. GPT sowie auch BERT folgen der Transformer-Architektur.
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Abbildung 29.: Transformer - Modell Architektur [49]

Das Transformer Modell nutzt eine encode-decoder Struktur mit mehreren Self- Attention
und punktweise voll verkniipften Layern, sowohl im Encoder wie auch im Decoder [49].
Vereinfacht ausgedriickt lernt ein Transformer dadurch, durch Positional Encoding und
Self-Attention, die Bedeutung der Struktur von Sprache sowie deren Zusammenhénge
kennen. Das von Google 2017 vorgestellte Modell erreichte auf zwei WMT Ubersetzungs-
tasks einen neuen Stand der Technik [49].

5.4.2. Perplexity

Perplexity (PPL) ist eine gebrauchliche Metrik zur Evaluierung von autoregressiven oder
kausalen Sprachmodellen wie GPT eines ist. Perplexitét ist definiert als die potenzierte
durchschnittliche negative logarithmische Wahrscheinlichkeit einer Sequenz. Fiir eine
tokenisierte Folge von Wortern ist die Perplexity wie folgt definiert:

1 n
PPL(xg,x1,....Tpn) = exp{—z Z log po(xi|zr<i)} (5.1)
i

wobei log po(z;|x<;) die logarithmische Wahrscheinlichkeit des i-ten Tokens in Abhén-
gigkeit zu den vorangegangenen Token ist.
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5.4.3. Implementierung

Der Algorithmus verwendet das OpenAl GPT-2 Modell, welches auf 40 GB Text trainiert
wurde. GPT-2 ist ein Transformer mit 1.5 Milliarden Parameter [48].

Falls alle n-Systeme das gleiche Wort vorhergesagt haben, wird dieses zuriickgegeben. Ist
das nicht der Fall, wird die Perplexity fiir jedes der n-Systeme berechnet. Dazu werden
die einzelnen Worter mit dem Kontext erweitert. Es werden bis zu 3 Worter davor und
danach zu einem Satz zusammengebaut. Dieser Satz wird tokenisiert und ins Modell
gegeben. Die Forward-Funktion des Modells liefert die Cross Entropie —% log P(X) zu-
riick, wobei P(X) = [[t_, p(zi|r<;) das Produkt der Wahrscheinlichkeit jedes Elements
ist. Wird die Cross Entropie potenziert, erhilt man die Perplexity. Das Wort mit der
tiefsten Perplexity wird als wahrscheinlichste Vorhersage zuriickgegeben.

5.4.4. Resultate

Die Resultate von einem puren Perplexity Ensemble-Algorithmus sind auf allen Korpora
schlechter als von einem puren Majority Voting Ansatz.
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Abbildung 30.: Perplexity WER
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SamDist along Corpora
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5.4.5. Fazit

Offensichtlich reicht die Wahrscheinlichkeit einer Wortsequenz nicht aus, um auf Wort-
oder Teilsatzbasis die passendste Hypothese auszuwahlen. Obwohl die WER- und SemDist-
Werte mit dieser Methode schlechter werden, kann man nicht sagen, dass die Methode gar
nicht funktioniert. Vielmehr beweist diese Methode, dass nicht immer das Wahrschein-
lichste gesagt wird. Deshalb wiirde sich diese Methode eher als Tiebreaker anbieten. Dies
wird in Kapitel 5.5 weiter untersucht.

5.5. Hybrid - Perplexities (GPT) & Voting

Dieser Ensemble-Algorithmus ist ein Zusammenschluss von Voting 5.2 und Perplexities
5.4. Sowohl bei der aggregierten Version wie auch in der Word-by-Word basierten Im-
plementierung wird initial der Voting-Algorithmus aufgerufen. Falls beim Voting zwei
Worter oder n-Gramms gleich viele Stimmen bekommen, wird die Perplexities Imple-
mentierung aufgerufen und die Vorhersage dadurch bestimmt.

5.5.1. Resultate

Die WER ist sowohl im puren Hybrid Ansatz in Abbildung 34 als auch im aggregierten
Ansatz in Abbildung 35 im einstelligen Prozentbereich besser als das beste Originalsys-
tem. Die SemDist in Abbildung 36 (normal) und Abbildung 37 (aggregiert) ist auf den
Korpora librispeech, tedlium und voxforge besser als die Originalsysteme.
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Abbildung 37.: Hybrid SemDist aggregiert

5.5.2. Fazit

Die Kombination von Voting 5.2 und Perplexities 5.4 liefert auf den Testdaten teilweise
bessere Resultate als die beiden eigenstdndigen Implementierungen. Die Verbesserungen
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oder Verschlechterungen im Vergleich zum Voting sind aber im einstelligen Prozentbe-
reich. Voting hat in diesem Verfahren ein zu grosses Gewicht. Dadurch dass die Berech-
nung von der Perplexity oft nicht ausgefithrt werden muss, ist der Algorithmus aber
schnell in seiner Laufzeit auf den Testdaten.

5.6. Best-Possible Estimator

Mit dem Datenset aus Kapitel 4.8 wurde ein Classifier trainiert, welcher versucht, die
richtigen Systeme (das Best-Possible) vorherzusagen. Als erster Schritt wurde ein ge-
eigneter Algorithmus ausgewéhlt. Anschliessend wurde das Modell einem Finetuning
unterzogen und zuletzt in der originalen Pipeline eingebaut, sodass das Modell auch mit
WER oder SemDist gemessen werden kann.

5.6.1. Aufbereitung des Datensets und Balancing

Wie in Kapitel 5.1 erwéhnt, wurde fiir das Training das Datenset aufgeteilt in ein 50:50
Train-Test Split. Allerdings ist das Datenset unbalanciert. Die Klasse mit allen Systemen,
B7 D2 (2, ist stark {iberreprasentiert, was potenziell zu Problemen fithren kénnte.
Gliicklicherweise ist dieses Label nicht notwendig. Das Label sagt aus, dass alle Systeme
gleich sind. Dies lasst sich aber auch einfach aus dem Alignment ermitteln und muss
nicht gelernt werden. Daher konnen alle Datensédtze mit diesem Label ignoriert werden.
Durch diese Bereinigung verbleiben noch ca. 70’000 Datensitze fiir das Training.

5.6.2. Auswahl des Trainingsalgorithmus

Fiir Klassifikationsprobleme gibt es viele Algorithmen. Das no free lunch theorem besagt,
dass es keinen allgemein besten Algorithmus gibt. Um ein Gespiir fiir die Algorithmen
zu gewinnen, wurden diverse bekannte Algorithmen evaluiert. Mit jedem Algorithmus
wurde ein Modell trainiert. Anschliessend wurde die Accuracy und der F1-Score auf den
Testdaten berechnet und eine Confusion-Matrix erstellt. Es wurden folgende Algorith-
men betrachtet:

e Logistic Regression

e Decision Tree

» Random Forest (500 Decision Trees)
e Support Vector Machine

e Gradient Boosting

o eXtreme Gradient Boosting

o Bagging mit 10 Decision Trees

o Bagging mit 10 Random Forests (500 Decision Trees)
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o Stack mit eXtreme Gradient Boosting, Random Forest & Logistic Regression

e Voting mit eXtreme Gradient Boosting, Random Forest & Logistic Regression
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Abbildung 38.: Accuracy verschiedener Modelle fiir das Datenset aus Kapitel 4.8

Der Vergleich der Scores in Darstellung 38 sowie der F1-Scores in Anhang A.6 zeigt,
dass es am oberen Ende kaum Unterschiede zwischen den verwendeten Algorithmen gibt.
WEeil die Funktionsweise von eXtreme Gradient Boosting bereits bekannt war, wurde mit
diesem Algorithmus fortgefahren.

5.6.3. eXtreme Gradient Boosting (XGBoost)

eXtreme Gradient Boosting (XGBoost) ist eine effiziente, leicht modifizierte Implemen-
tation von Gradient Boosting. Obwohl Gradient Boosting ein beliebiges Modell als Base
Learner zulasst, beschrankt sich XGBoost hier auf Decision Trees. Durch das Ausnutzen
der sparsity durch One-Hot Encoding, kann mit XGBoost bis zu zehn mal schneller als
mit herkémmlichen Gradient Boosting Machines trainiert werden. Die Machinelearning-
Herausforderungen der Plattform Kaggle demonstrieren die Effektivitdt von XGBoost.
Im Jahr 2015 verwendeten 17 der 25 Gewinnerteams XGBoost [50].

5.6.4. Parameter

XGBoost und Gradient Boosting bieten einige Parameter, welche fiir ein Finetuning
verwendet werden kénnen. Die géngigsten Parameter lauten:
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e objective: Die zu optimierende Zielfunktion

o n__estimators: Anzahl Decision Trees im Ensemble (bzw. Anzahl Iterationen)

e max_depth: Maximale Tiefe eines einzelnen Decision Trees

o subsample: Anteil der Trainingsdaten, welche fiir eine Iteration verwendet werden
o colsample_ bytree: Anteil der Features, welche in einer Iteration beachtet werden

e learning_rate: Learning-Rate

5.6.5. Parameter Finetuning

Da Multilabel-Klassifikation gemacht wird, ist das Objective multi:softmaz. Die wahr-
scheinlichste Klassenzugehorigkeit wird mittels Softmax bestimmt. Um n__estimators zu
bestimmen, wurde eine Iterationskurve geplottet. Auf dieser war ersichtlich, dass es nach
500 Iterationen keine Verbesserungen mehr gibt. Anschliessend wurde maz_depth be-
stimmt, indem der Wert so lange um eins erhéht wurde, bis es keine Verbesserung mehr
gab. Als letztes wurden learning rate, subsample und colsample bytree angepasst, um
Overfittung zu vermeiden. Dazu wurde die initiale Learning-Rate schrittweise von 0,2
bis 0,03 reduziert und gleichzeitig die Anzahl Iterationen erhoht, so dass der Score gleich
bleibt. Subsample und colsample bytree wurden so lange reduziert, bis sich der Score
verschlechterte. Dies war bei colsample__bytree = 0,8 und subsample = 0,9 der Fall.

5.6.6. Lernkurve

Um die Qualitdt des Modells weiter beurteilen zu kénnen, wurde auf einer 80:20 Auf-
teilung der Daten eine Lernkurve erstellt. Abbildung 39 zeigt eine flache Lernkurve.
Die Trainingskurve sinkt monton, was gegen ein Overfitting spricht. Der Abstand der
Kurven deutet jedoch auf Underfitting hin. Die Anzahl Trainingsbeispiele haben dabei
nur einen geringen Einfluss auf die Accuracy. Daher wurde, wie in Kapitel 5.1 erwahnt
wurde, mit einem 50:50 Split fortgefahren, damit die Testdaten fiir andere Methoden
moglichst aussagekriftig zu bleiben.
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Abbildung 39.: Lernkurve vom XGBoost-Modell (Finetuned)

5.6.7. Finales Modell

Das finale Modell erreicht eine Accuracy von 75,2 % auf den 50 % Testdaten. Mit K-
Fold Cross-Validation wurde sichergestellt, dass das Modell stabil ist. Ein Blick auf die
Confusion-Matrix in Abbildung 40 zeigt, dass das Modell Zusammenhénge zwischen den
Systemen gut gelernt hat. Das Modell ist also in der Lage, aus den Features aus Kapitel
4.8.2 mehr oder weniger gut die Kombinationen von richtigen Systemen vorherzusagen.
Allerdings ist die Vorhersage fiir einzelne Systeme ungenau.
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Abbildung 40.: Confusion Matrix XGBoost-Modell
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5.6.8. Feature Importance

Ein niitzliches Feature von XGBoost ist die Ausgabe der Feature Importance. XGBoost
gibt aus, wie stark die einzelnen Features ins Gewicht fallen. Damit kann die Qualitét
der Features beurteilt werden.
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Abbildung 41.: Gelernte Feature Importance vom XGBoost-Model

Abbildung 41 zeigt, dass fiir das trainierte Modell die Agreement-Features klar bevor-
zugt werden. Die CEASR-Features fallen kaum ins Gewicht und tragen selten mehr als
1 % zum Resultat bei. Offensichtlich sind die einfachen, auf «string equality» basierten
Agreements die besten Features. Das ist plausibel, weil das Label und Best-Possible auch
auf «string equality» basieren. Es stellt sich jedoch die Frage, ob der «string equality»
Ansatz zu starr ist.

5.6.9. Implementation in der Evaluationspipeline

Bis jetzt wurde das Modell anhand von F1-Score oder Accuracy gemessen. Eine Be-
wertung der WER oder SemDist wére gewiinscht, um andere Ensemble-Methoden zu
vergleichen. Dazu wurde das trainierte Modell in die Evaluationspipeline integriert. Die
Funktionsweise dieser Implementation gestaltet sich dabei sehr einfach. Fiir jeden Ein-
trag im Alignment werden die Features aus Kapitel 4.8.2 gebildet. Danach wird mit dem
trainierten Modell vorausgesagt, welche Systeme korrekt liegen. Das Wort des ersten
dieser Systeme wird als Resultat in die neue Hypothese iibernommen.
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5.6.10. Resultate

Mit dem Best-Possible Estimator kann die durchschnittliche WER auf spontaner Sprache
moderat verbessert werden. Abbildung 42 zeigt eine Verbesserung der WER von fast
6 % auf den AMI-Korpora. Auf normaler Sprache liegt die Verbesserung im Rahmen
von 1-2 %. Wie Abbildung 43 zeigt, gibt es semantisch in vielen Fillen keine oder nur
eine geringe Verbesserung. Bemerkenswert ist jedoch, dass fast iiberall die SemDist des
besten Systems (D2) erreicht wird, obwohl B7 die Priméarhypothese ist. So ist die SemDist
zumindest im Vergleich zu B7 auch moderat gesunken.
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Abbildung 42.: GradientBoostedEstimator WER
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Abbildung 43.: GradientBoostedEstimator SemDist
5.6.11. Fazit

Es zeigt sich, dass gelernt werden kann, in welchen Situationen welches System ausge-
wahlt werden soll. Verschiedene Indikatoren wie Confusion Matrix, F1-Score oder Fea-
ture Importance zeigen, dass es noch viel Potenzial in einem solchen Ansatz gibt. Der
Klassifikator bringt allerdings auch noch andere Moglichkeiten mit sich. Die Confusion-
Matrix zeigt, dass iibereinstimmende Systeme gut klassifiziert werden, einzelne Systeme
aber nicht. Ausserdem wird 'none’ auch gut klassifiziert. Dies konnte auf verschiedene
Weisen ausgenutzt werden. Zum einen konnte man den Ansatz mit anderen Ensemble-
Methoden kombinieren. Falls das Modell zwei Systeme als richtig klassifiziert, wird die-
ser Aussage vertraut. Anderenfalls wird eine andere Methode (Voting, Perplexity, BERT
etc.) verwendet. Zum anderen bringt die 'none’ Prediction die Chance mit, falsche Stel-
len im Text zu markieren. So kénnte zum Beispiel in Interscriber markiert werden, falls
ein Wort falsch sein kénnte. Alternativ kénnten die falschen Woérter auch einfach ent-
fernt werden. Damit das moglich wére, misste festgestellt werden, ob ein Text lesbarer
ist, wenn falsche Worte oder gar keine Worte da stehen. Dieser Ansatz wurde allerdings
nicht mehr weiter verfolgt.

5.7. Best-Possible Estimator - Semantisches Label

Im Kapitel iiber die Feature Importance (5.6.8) stellte sich die Frage, ob der «string equa-
lity» Ansatz des Labels zu starr fiir eine Verbesserung der SemDist ist. Grundsétzlich
kann man sagen, dass mit «string equality» die WER optimiert wird. Mit semantischen
Ansétzen wird tendenziell eher die SemDist besser, auch wenn die WER moglicherweise
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gleich bleibt. Daher wurde untersucht, ob sich die SemDist verbessert und wie sich die
WER verhalt, falls das Label durch ein semantisches Matching gebildet wird. Es wird
gleich wie in Kapitel 5.6 vorgegangen. Der einzige Unterschied ist, dass das Label im
Datenset anhand der WordSim-Formel (Formel 4.1) gebildet wurde.

5.7.1. Training

Beim Training mit diesem Label fillt auf, dass die Feature Importance in Abbildung 44
nun deutlich umverteilt wurden. Es iiberrascht nicht, dass WordSim nun viel wichtiger
ist. Allerdings hat das normale Agreement nach wie vor einen eher grésseren Einfluss.
Umgekehrt war beim «string equality» Ansatz WordSim nahezu irrelevant.
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Abbildung 44.: Word Sim Feature Importance

5.7.2. Resultate

Auf den spontanen Korpora werden mit dem semantischen Ansatz leicht bessere Resul-
tate erzielt als mit dem «string equality» Ansatz in Kapitel 5.6. Die Tabelle 10 zeigt,
dass die WER auf spontaner Sprache mit semantischem Label im Vergleich zum «string
equality» Ansatz leicht sinkt. Auf den anderen Korpora gibt es sowohl Verbesserungen
als auch Verschlechterungen, jedoch nur im %oc- Bereich. Bei der SemDist ist die Losung
mit semantischem Label allerdings in den meisten Féllen besser geworden.
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WER SemDist
corpus string equality | wordsim | string equality | wordsim
ami_ segmented_h 0,3844 0,3839 0,2482 0,2468
ami_ segmented__mix | 0,7000 0,6945 0,4124 0,4066
commonvoice 0,0864 0,0862 0,073 0,727
librispeech__clean 0,0654 0,0701 0,0565 0,057
librispeech__other 0,1486 0,1508 0,1363 0,1366
st 0,0346 0,0318 0,0237 0,0216
tedlium_ segmented 0,0609 0,0639 0,0367 0,0358
voxforge 0,0743 0,0776 0,0595 0,0593

Tabelle 10.: Vergleich WER und SemDist fiir string equality und semantisches Label.
Markierte Werte sind bessere Werte

5.7.3. Fazit

Das Experiment zeigt, dass es kaum einen Einfluss auf die Performance hat, ob das
Label mit «string equality» oder mit Word Similarity bestimmt wird. Die Unterschiede
sind sehr gering. Dennoch erscheint ein semantisches Label sinnvoll, um Sonderfille, wie
Vertauschungen von Einzahl und Mehrzahl, richtig zu klassifizieren.

5.8. BERT Ensemble-Algorithmus

Dieser Ensemble-Algorithmus untersucht die Wirksamkeit der Anwendung eines Masked
language modeling auf die Ausgabe der ASR Systeme. BERT hat bei mehreren NLP
Tasks den Stand der Technik auf ein neues Level gehoben, daher die Frage, ob man
diese Fahigkeit in einem Ensemble-Algorithmus ausnutzen kann, um das richtige Wort
auszuwéhlen. Im Abschnitt 5.8.1 wird BERT eingefiihrt.

5.8.1. Bidirectional Encoder Representations from Transformers

Bidirectional Encoder Representations from Transformers, oder kurz BERT, ist ein
Sprachdarstellungsmodell, das von Google 2019 veréffentlicht wurde [51]. Aus Anwen-
dersicht wird BERT als vortrainiertes Modell bereitgestellt, das auf den spezifischen An-
wendungsfall abgestimmt werden kann. Das vortrainierte Modell wurde auf Wikipedia
[52] und dem Bookcorpus [53] trainiert, beide Datensatze beinhalten mehrere Gigabyte
nicht annotierte Daten. BERT wurde mit zwei Aufgaben vortrainiert. Bei Masked lan-
guage modeling wurden teile eines Satzes maskiert und das Modell musste vorhersagen,
was im maskierten Wort steht. Bei der zweiten Aufgabe geht es um Next sentence predic-
tion, bei dieser Aufgabe werden zwei maskierte Sdtze konkateniert und das Modell muss
entscheiden, ob diese zwei Sétze nacheinander vorgekommen sind. Durch diese zwei Auf-
gaben lernt BERT die innere Darstellung der englischen Sprache. BERT hat den Stand
der Technik bei elf NLP Aufgaben auf ein neues Level gehoben [51].
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5.8.2. Algorithmus Aufbau

Dieser Ensemble-Algorithmus untersucht die Wirksamkeit der Anwendung von MLM
auf die Ausgaben der ASR Systeme. Wie im Abschnitt 5.8.1 erwéhnt ist, wird BERT
als vortrainiertes Modell bereitgestellt. Da das CEASR Korpus kein eindeutiges Thema
enthilt, ist auf ein fine-tuning von BERT verzichtet worden.

Der Algorithmus folgt dem folgenden Ablauf:

1. Vorschlidge berechnen, was im maskierten Wort sein kénnte: «I have <mask> a
new car

2. Entfernen von Satzzeichen in Vorschldagen
3. Schnittmenge aus Vorschldgen und Hypothesen berechnen
4. Falls eine Ubereinstimmung vorhanden ist, wird diese zuriickgeben
5. Falls nicht, wird das Wort mit minimaler Levenshtein-Distanz zwischen den Vor-
schldgen gewéhlt
5.8.3. Resultate

In der ersten Version wird der obige Algorithmus 5.8.2 auf jedes Wort im Alignment
angewendet. Das macht die Bearbeitung des ganzen CEASR Korpus sehr langsam. Die
Resultate fiir die WER und SemDist sind in der Bildern 45 und 46 ersichtlich. Der
Algorithmus erreicht in dieser Form keine akzeptablen Resultate.
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Abbildung 45.: WER BERT Ensemble-Algorithmus
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Abbildung 46.: SemDist BERT Ensemble-Algorithmus

Um die Laufzeit sowie die Genauigkeit des Algorithmus zu verbessern, wird dieser mit
Voting aus dem Kapitel 5.2 verbunden, d.h. nur wenn die drei Systeme in ihren Hypothe-
sen keine Ubereinstimmung finden, wird BERT angewendet. Durch diese Erweiterung
kann die Verarbeitungszeit um 90 % reduziert werden. Die berechnete WER auf den
Systemen B7, D2 und C2 ist in der Abbildung 47 ersichtlich. Im Vergleich zum pu-
ren Voting 5.2 werden keine hohen Verbesserungen erreicht. BERT kommt in diesem
Ensemble-Algorithmus iiber alle Korpora hinweg bei 6 % der Félle zum Einsatz, wobei
dieser Schnitt stark durch den Ausreisser Commonvoice erhéht wird. Auf diesem kleinen
Korpus wird BERT fiir 26 % der Worter hinzugezogen. Das Sprachmodell von BERT
findet im Durchschnitt bei 15 % der Worter einen Treffer und kann das gefundene Wort
zuriickgeben.
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Abbildung 48.: SemDist Voting BERT Ensembling

Fir Falle, in welchen keine Schnittmenge zwischen dem BERT Output und den Hypo-
thesen von den Systemen vorhanden sind, wurden mehrere Optionen ausprobiert. Die
Beste, die gefunden wurde, ist die Selektion des Wortes iiber die minimale Levenshtein-
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Distanz zwischen dem BERT Output und System-Hypothesen. Diese Implementierung
wurde fiir die Resultate in den Abbildungen 47 und 48 angewendet.

Eine weitere Option, welche keine besseren Resultate lieferte, ist die Verwendung von
phonetischer Codierung mit dem American Soundex Algorithmus. Die Resultate dieser
Implementierung sind auf allen Korpora etwa zwei Prozent schlechter als die Levenshtein-
Distanz Implementierung in Abbildung 47.

5.8.4. Analyse von fehlerhaften Klassifizierungen

Auf dem gesamten CEASR Korpus wird fiir 8253 Wérter durch BERT keine Uberein-
stimmung in den Ausgaben der Systeme gefunden. Ein Vergleich mit der Referenz zeigt,
dass bei etwas mehr wie 25 % eine der drei Hypothesen das richtige Wort enthélt. In
56 % der Fille ist das Wort im System B7 vorhanden. Das erklart, warum die Ensemble-
Methode #hnlich gute Werte erreicht, wenn bei keiner Ubereinstimmung als Vorhersage
das Wort von dem System B7 zuriickgegeben wird.

5.8.5. Fazit

Eine Ensemble-Implementierung nur auf Basis von MLM bringt wie gezeigt keine tiefen
WER Resultate. Durch die Kombination mit Voting konnten im Vergleich mittelméassige
Resultate erzielt werden. Jedoch wird in der kombinierten Implementierung die Anwen-
dung von MLM auch stark minimiert, wodurch MLM keine grosse Gewichtung auf das
Resultat mehr hat.

5.9. Boosted BERT und Boosted Perplexities

In der Confusion Matrix (Abbildung 40) vom Best-Possible Estimator in Kapitel 5.6 ist
ersichtlich, dass die Klassifikation relativ gut ist, falls zwei Systeme als richtig klassifi-
ziert wurden. Falls allerdings nur ein System klassifiziert wird, ist so ist die Vorhersage
eher ungenau. Dieses Kapitel untersucht, ob die WER, und SemDist verbessert wird,
wenn bei der Klassifikation von nur einem System der BERT- oder Perplexity-Ensemble-
Algorithmus angewendet wird. Diese Ansétze werden Boosted BERT und Boosted Per-
plexities genannt.

5.9.1. Resultate

In Tabelle 11 sind die erreichten WER dargestellt. Die WER, von Boosted BERT und
Boosted Perplexities werden absolut mit der WER vom Best-Possible Estimator mit
semantischem Label (Kapitel 5.7) verglichen. Tabelle 12 zeigt denselben Vergleich fiir
die SemDist.
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Original WER

Predicted WER

Corpus Name B7 D2 C2 BPE - WordSim (5.7) | Boosted BERT | Boosted Perplexity
ami_segmented h 0,4319 | 0,4287 | 0,5718 | 0,3839 (-2,93 %) 0,4132 | (-3,59 %) 0,4198
ami_segmented mix | 0,7589 | 0,763 | 0,8821 | 0,6945 (-3,76 %) 0,7321 | (-4,84 %) 0,7429
commonvoice 0,1007 | 0,0917 | 0,2373 | 0,0862 (0,75 %) 0,0937 | (-0,38 %) 0,09
librispeech_ clean 0,0739 | 0,0856 | 0,122 | 0,0701 (0,42 %) 0,0659 | (0,07 %) 0,0694
librispeech_ other 0,1556 | 0,1643 | 0,2884 | 0,1508 (0,17 %) 0,1491 | (-0,49 %) 0,1557
st 0,0349 | 0,0392 | 0,071 | 0,0318 (0,32 %) 0,035 | (-0,22 %) 0,034
tedlium__segmented 0,0776 | 0,0719 | 0,1429 | 0,0639 (0,03 %) 0,0636 | (-0,11 %) 0,065
voxforge 0,0796 | 0,0888 | 0,137 | 0,0776 (0,53 %) 0,0723 | (-0,23 %) 0,0799

Tabelle 11.: Vergleich der SemDist fiir Best-Possible Estimator, Boosted BERT und
Boosted Perplexity. In Klammern ist jeweils der Vergleich mit dem Best-
Possible Estimator zu sehen

Original SemDist

Predicted SemDist

Corpus Name B7 D2 C2 BPE - WordSim (5.7) | Boosted BERT | Boosted Perplexity
ami_segmented_h 0,2728 | 0,254 | 0,3783 | 0,2468 (-1,77 %) 0,2645 | (-1,05 %) 0,2573
ami_segmented mix | 0,4247 | 0,4176 | 0,5065 | 0,4066 (-1,36 %) 0,4202 | (-0,95 %) 0,4161
commonvoice 0,088 | 0,0721 | 0,2331 | 0,0727 (-1,05 %) 0,0832 | (-0,26 %) 0,0753
librispeech_ clean 0,0591 | 0,0696 | 0,1277 | 0,057 (0,05 %) 0,0565 | (0 %) 0,057
librispeech_ other 0,1391 | 0,1527 | 0,2844 | 0,1366 (-0,21 %) 0,1387 | (-0,22 %) 0,1388
st 0,0247 | 0,0246 | 0,064 | 0,0216 (-0,23 %) 0,0239 | (-0,09 %) 0,0225
tedlium_segmented | 0,0469 | 0,0463 | 0,118 | 0,0358 (-0,48 %) 0,0406 | (-0,24 %) 0,0382
voxforge 0,0609 | 0,0609 | 0,1298 | 0,0593 (0,09 %) 0,0584 | (-0,12 %) 0,0605

Tabelle 12.: Vergleich der SemDist fiir Best-Possible Estimator, Boosted BERT und
Boosted Perplexity. In Klammern ist jeweils der Vergleich mit dem Best-
Possible Estimator zu sehen

5.9.2. Fazit

Offensichtlich eignen sich BERT und Perplexities nicht fir Falle, wo das Best-Possible
Estimator Modell nur ein System vorschlédgt. Zum einen zeigen die Resultate, dass diese
Ansitze vor allem auf spontaner Sprache schlechter als der reine Best-Possible Estimator
funktionieren. BERT funktioniert dabei ein wenig besser als Perplexities. Zum anderen
scheint es in der Praxis viele Félle zu geben, in welchen auch ein einzelnes System richtig
klassifiziert wurde. Folglich miisste der Best-Possible Estimator weiter verbessert werden,
um die Vorhersagen genauer und somit diesen Ansatz tauglicher zu machen.
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Diese Kapitel liefert dem Leser einen Uberblick iiber alle erreichten Resultate und Er-
gebnisse aus den vorherigen Kapiteln.

6.1. n-Align Algorithmus

Der vorhandene Triple-Alignment-Algorithmus wurde erweitert, sodass eine beliebige
Anzahl von Hypothesen an eine Basishypothese angeglichen werden kann. Das Resultat
wird in ein JSON-Format geschrieben, welches vom Alignment UI verarbeitet werden
kann.

6.2. Alignment Ul

Das Alignment UI stellt den Output des n-Align Algorithmus in einer visuell ibersichtli-
chen Form dar. In der farbcodierten Ubersicht fallen Unregelmissigkeiten sofort auf und
konnen in einer Detailansicht analysiert werden.

Das Alignment Ul kann verwendet werden, um Alignments in ihrer Qualitdt zu bewerten
und Fehler im Alignment zu diagnostizieren.
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Abbildung 49.: Alignment UI Implementierung

6.3. Alignment Qualitat

Mit der Auswertung mit dem Alignment UT und einer einfachen Heuristik kann davon
ausgegangen werden, dass das Alignment im Grossen und Ganzen gut funktioniert. Es
konnen in unter 1 % der Alignments Fehler auftreten, welche die Ensemble-Methoden
direkt beeinflussen kénnten.

6.4. Best-Possible

Der Best-Possible Ansatz im Kapitel 4.5 zeigt, dass die WER und die SemDist durch
das Anwenden von Ensemble-Algorithmen deutlich verbessert werden kénnten. In der
ersten Spalte der Tabelle 13 (WER) bzw. Tabelle 14 (SemDist) sind die theoretisch
bestmoglichen Werte auf jedem Korpus ersichtlich. Fiir spontane Sprache (AMI) liegt die
theoretisch grosste, absolute Verbesserung der WER bei 12-20 %. Die restlichen WER
Verbesserungen liegen im Bereich von 3-6 %. Die absoluten SemDist-Verbesserungen
liegen allesamt im Bereich von 1-8 %
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6.5. Feature Extraction Pipeline

Es wurde eine Feature-Extraction Pipeline implementiert, um ein Best-Possible Datenset
zu erstellen. Das Datenset ist fiir die Klassifikation des richtigen Systems auf Wortbasis
konzipiert. Es wurde aus einem Alignment zwischen der Referenz aus CEASR und allen
Hypothesen aus B7,D2,C2 sowie Metadaten aus CEASR gebildet. Das resultierende
Datenset umfasst in einer unbalancierten Version fast 250’000 und in einer balancierten
Version fast 100’000 Datensétze.

6.6. Ensemble-Methoden

Es wurden total neun Ensemble-Methoden implementiert und ausgewertet. Tabelle 13
zeigt die WER auf allen Korpora von allen implementierten Methoden. Tabelle 14 zeigt
die SemDist auf allen Korpora von allen implementierten Methoden. Das beste Modell,
der Best-Possible Estimator, erreicht auf den AMI-Korpora eine WER von 38,39 %
bzw. 69,45 %, was einer Verbesserung von 5 %-6 % gegeniiber B7 bzw. D2 entspricht.
Durchschnittlich kann dieses Modell die WER gegeniiber B7 bzw. D2 um 2 % auf 19,43 %
senken. Um das Best-Possible zu erreichen, wére eine Senkung um weitere 5 % notig.

6.7. Weitere Resultate und Erkenntnisse

Welches der drei Systeme als Primérhypothese verwendet wird, verdndert das Alignment
stark. Dies hat einen Einfluss im Rahmen von 0,5 % auf die resultierende WER bzw.
SemDist.

Der Vergleich in Kapitel 4.7 zeigt, dass fiinf statt drei Systeme die theoretische Verbes-
serung leicht erh6hen. Auf dem ami-mix Korpus kénnten die zwei zusétzlichen Systeme
4 % Verbesserung gegeniiber drei Systemen aufweisen. Auf allen anderen Korpora liegen
die Verbesserungen im Bereich von 0,1-0.6%. Auf die praktische Anwendung mit Voting
ist der Einfluss der zwei Systeme negativ. Gegeniiber drei Systemen ist ein einfacher
Voting-Algorithmus mit 5 Systemen zwischen 2 und 5 % WER schlechter.

Die Cross WER kann verwendet werden, um den Nutzen von Ensemble-Methoden a prio-
ri zu beurteilen. Eine tiefe Cross WER deutet auf eine niedrige Diversitit des Ensembles
und somit auf einen geringen Nutzen hin. Eine hohe Cross WER kann als Indikator die-
nen, dass sich Ensemble-Methoden lohnen wiirden, um die Vorhersagen zu verbessern.
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7. Diskussion und Ausblick

Diese Arbeit zeigt auf, wie mit Alignment und Ensemble-Methoden zum einen die Tran-
skripte von ASR-Systemen verbessert und zum anderen wertvolle Auswertungen gemacht
werden konnen.

7.1. Alignment

Das Alignment ist die absolute Grundlage fiir die implementierten Ensemble-Methoden.
Mit dem n-Align Algorithmus wurde eine Moglichkeit geschaffen, beliebig viele Hypothe-
sen anzugleichen. Neben dem Implementieren von Ensemble-Methoden kann dies auch
fir Datenanalysen verwendet werden. Der Best-Possible Ansatz und das extrahierte Da-
tenset demonstrieren weitere Moglichkeiten des Alignments.

Ein Alignment ist eine grosse, uniibersichtliche Datenmenge. Es stellt sich heraus, dass
es schwer ist, die Qualitit eines Alignments zu beurteilen. Heuristisch lassen sich poten-
zielle Fehler im Alignment finden. Diese potenziellen Fehler miissen allerdings héndisch
bewertet werden. Um diese Bewertung zu beschleunigen und das Alignment besser zu
verstehen, kann das implementierte Alignment UI verwendet werden.

Die vorhandene Implementation des Alignments ist von der Alignment-Implementation
in ROVER [35] inspiriert. Der Algorithmus wurde jedoch an einigen Stellen angepasst
und weicht von der Theorie der WTN ab. Es ist unklar, ob von einer Implementation
nach ROVER profitiert werden koénnte. Insbesondere werden in ROVER Deletions als
problematisch betrachtet. Ein solches Verhalten ist wiahrend dieser Arbeit nicht beob-
achtet worden und miisste angeschaut werden.

Schlussendlich kann man sagen, dass das Alignment schon fast produktiv eingesetzt
werden konnte. Der Algorithmus kénnte noch ein wenig in seiner Laufzeit optimiert
werden. So dauert das Alignment pro System fiir Hypothesen mit 2000 Wértern etwa 3
Minuten. Das Kombinieren der Alignments mit n-Align ist allerdings schnell und bedarf
keiner Verbesserung.

7.2. Ensemble-Methoden

Ensemble-Learning ist ein naheliegendes Verfahren, um die Vorhersagekraft zu verbes-
sern. Mit dieser Arbeit konnte gezeigt werden, dass Ensemble-Methoden fiir ASR durch-
aus Potenzial haben kénnen. Mit dem Best-Possible Ansatz wurde ein Weg gefunden, ein
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theoretisch bestmdogliches Ensemble zu definieren. Es wurden diverse Ensemble-Ansétze
vorgestellt, implementiert und untersucht. Dabei wurden moderate Verbesserungen der
WER von 6 % auf spontaner Sprache und von bis zu 2 % auf vorgelesener Sprache er-
reicht. Diese Verbesserungen sind dabei nicht bahnbrechend. Spontane Sprache bleibt
weiterhin mit durchschnittlichen Fehlerraten von iiber 30 % schwer leserlich. Die Syste-
me sind auf vorgelesener Sprache auch ohne die 2 % Verbesserung schon so gut, dass sich
die Verwendung von drei Systemen wirtschaftlich und auch technisch schwer begriinden
lassen wiirde.

Ein weiteres Phdnomen zeigt sich im Vergleich mit den originalen Systemen. Die Resul-
tate zeigen, dass die meisten Ensemble-Methoden nie schlechter als das beste, originale
System (B7 oder D2) sind. Weil nicht auf jedem Korpus dasselbe originale System am
besten ist, konnte das Ensemble also auch verwendet werden, um zumindest sicherzu-
stellen, dass immer die beste Performance der Systeme erreicht wird.

Um mit Ensembles eine noch bessere Losung zu finden, wire der néchste Schritt eine
detaillierte Analyse der aktuell besten Methode und des Best-Possible mit dem Fokus
auf spontaner Sprache. Das Ziel wire es, fiir jeden Eintrag im Best-Possible sagen zu
koénnen, wieso genau ein System richtig liegt. Ferner wurde in dieser Arbeit festgestellt,
dass viele Systeme alternative Hypothesen ausgeben kénnten. Diese konnten ebenfalls in
eine weitere Methode einfliessen.

Die Outputs von CEASR aus 2019 koénnen den Stand der Technik aus 2022 auch mit
Ensemble-Learning nicht erreichen. Es wére aus diesem Grund interessant, eine neue
Version von CEASR mit aktuellen Stand der Technik Systemen zu erstellen und die
Experimente dieser Arbeit damit zu wiederholen. Es spricht nach aktuellem Kenntnis-
stand nichts dagegen, dass auch mit modernsten Systemen die Transkripte durch das
Anwenden von Ensemble-Methoden verbessert werden kénnten.

Letztlich muss man sich allerdings auch fragen, wann und in welchem Umfang sich das
Anwenden von Ensemble-Methoden iiberhaupt lohnt. Jedes verwendete System verur-
sacht in einem produktiven Umfeld Kosten. Obwohl die Performance mit jedem System
potenziell steigt, konnen nicht unlimitiert viele Systeme kombiniert werden. Die Verbes-
serungen von Ensemble-Learning sind zudem auch nicht immer notig. Die 2% Verbes-
serung auf vorgelesener Sprache werden das Transkript wahrscheinlich in den seltensten
Féllen wirklich lesbarer machen. Es brauchte also Methoden, um spontane Sprache zu
erkennen, bevor Ensemble-Methoden angewendet werden. Mit der Cross WER wurde
dies kurz erkundet und festgestellt, dass die Cross WER moglicherweise fiir so eine Er-
kennung geeignet wére. Es sind aber weitere Nachforschungen in diesem Bereich notig.

Die erreichten Losungen sind fiir einen produktiven Einsatz in Interscriber noch nicht
ausgereift genug. Als Erstes ist die Auswirkung auf den Stand der Technik noch unklar.
Als Zweites sind die Verbesserungen eher moderat. Es ist unklar, ob sich die Verbes-
serungen angesichts der erhohten Komplexitidt und Kosten lohnen wiirden. Als Drittes
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miisste die Laufzeit der Methoden verbessert werden. Vor allem das iterative Aufbauen
von Word-Embeddings hat einen grossen Overhead und verlangsamt den Prozess. Als
Viertes ist unklar, ob die produzierten Hypothesen auch wirklich lesbarer sind. Hierzu
ware eine weitergehende Analyse notig. Als Letztes fehlen Methoden, um zu erkennen,
ob sich das Anwenden von Ensemble-Methoden in einer Situation lohnen wiirde.

7.2.1. Best-Possible Estimator

Die Ensemble-Methode 'Best-Possible Estimator’ stellte sich als sehr interessant heraus.
Es konnte gezeigt werden, dass sich aus den Daten und Zusammenhéngen der Systeme
durchaus lernen lésst, welches System die richtige Wahl in einer gegebenen Situation ist.
Dabei ist das wichtigste Feature die Ubereinstimmung zwischen verschiedenen Systemen

Es fallt in einigen Metriken auf, dass das Modell relativ gut vorhersagen kann, dass
kein System richtig liegt. So liegt die Genauigkeit fiir 'none’ bei 78 % und der F1-Score
bei 0.7. Diesem Umstand kénnte weiter nachgegangen werden. Sollte sich herausstellen,
dass sich so tatsachlich Fehler zuverlassig erkennen lassen wiirden, wéiren Integrationen
in Interscriber denkbar. Zum Beispiel konnten mogliche Fehler markiert werden und
phonetisch ahnliche Wérter vorgeschlagen werden.

Die Auswertungen zeigen, dass die vorgeschlagene Losung mit xgboost noch viel Verbes-
serungspotenzial hat. Zum einen verwendet die Losung die Systeme direkt als Features.
Fiir eine Integration in Interscriber miissten in einem néchsten Schritt also genau die Sys-
teme aus Interscriber anstelle der Systeme aus CEASR evaluiert und verwendet werden.
Zum anderen ist klar, dass die gewahlten Features noch keine optimale Klassifikation
zulassen. Das extrahierte Datenset ist als Proof of Concept anzusehen. Es verbergen sich
sehr wahrscheinlich noch Fehler, wie zum Beispiel Datensétze mit identischen Features,
aber unterschiedlichen Labels in den Daten. In einem weiteren Schritt miissten also bes-
sere Features gesucht werden, welche diese Probleme 16sen. Ferner konnte auch versucht
werden, die Loss-Funktion im Training direkt an die WER oder SemDist zu koppeln.
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Glossar

Hypothese Mit Hypothese ist im ASR Umfeld das Transkript eines Systems gemeint.
Das System gibt eine Hypothese iiber den Inhalt einer Audio-Aufnahme aus. 16,
18-20, 22, 23, 25, 26, 31, 32, 34, 38, 44, 52, 58, 75-77, 91

Referenz Eine Referenz bezeichnet den wahren Inhalt einer Audio-Aufnahme. Die Re-
ferenz wird durch Menschen annotiert und wird fiir Vergleiche mit Hypothesen
hinzugezogen. 17

STT-Ensemble-Learning - Analyse Eine Voranalyse der ZHAW zum Thema Ensemble-
Learning und Alignment von ASR. Siehe auch [2]. 7, 8, 25, 26, 28

Utterance Eine Utterance (deutsch: Ausserung) bezeichnet eine Audio-Aufnahme eines
oder mehreren Sprechern. Meistens werden einzelne Audio-Aufnahmen in einem
ASR-Korpus Utterance gennant und eindeutig gekennzeichnet. 8, 17, 23, 25, 29,
30, 35, 38, 40, 41, 44, 45, 47, 50

Weak Learner Ein Weak Learner ist ein Modell, welches nur marginal genauer als ein
Zufallsmodell ist.. 13
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ASR Automatic Speech Recognition. 16, 18, 23, 58, 73, 74

BERT Bidirectional Encoder Representations from Transformers. 58, 73-75, 77
DP Dynamic Programming. 19

FSM Finite State Machine. 19

GPT Generative Pre-trained Transformer. 58

MER Match Error Rate. 17, 28

MLM Masked language modeling. 73, 74, 77

NLP Natural language processing. 58, 73

NSP Next sentence prediction. 73
ROVER Recogniser output voting error reduction. 23

WER Word Error Rate. 2, 3, 16, 17, 23-30, 38-42, 47-50, 53, 55, 56, 62, 65, 69-72, 74,
75, 77, 80, 81, 84, 85

WIL Word Information Lost. 17, 28
WIP Word Information Preserved. 17, 28

WTN Word Transition Network. 18, 19, 32, 83
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A.2. Beispiel n-Alignment

Das unten stehende Alignment ist das fertige Beispiel aus Kapitel 4.3 Hinweis:

Alignment folgt der Struktur, welche in Anhang A.5 beschrieben ist.

{
"words": [
{
"items": [
{
"text":
"type":
},
{
"text":
"type":
}
1,
"text": "i"
},
{
"items": [
{
"text":
"type":
},
{
"text":
"type":
}
1,
"text": "saw"
},
{
"items": [
{
"text":
"type":
1,
{
"text":
"type":
}
1,

nan
i,

"Correct"

nn
3

"Deletion"

"SaW" s
"Correct"

Hsawll s

"Correct"

"them",
"Correct"

"them",
"Correct"

Das
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"text": "them"

},
{
"items": [
{
"text":
"type":
},
{
"text":
"type":
}
1,
"text": ""
},
{
"items": [
{
"text":
"type":
},
{
"text":
"type":
}
1,
"text": "be for"
}
]
}
A.3. Code

n andll s
"Insertion"

nn
b

"Skipped"

"before",
"Substitution"

"be for",
"MergedAlignment"

Der Code dieser Bachelorarbeit kann in den folgenden Git Repositories gefunden werden.

o Alignment UI: https://github.zhaw.ch/scheural/ba_alignment_ui

o Pipelines: https://github.zhaw.ch/mosimlar/ba_evaluation_pipeline

A.4. Dokumentation Alignment Ul
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README.md

Alignment Ul

Tool to display alignment of n system. The tool takes a JSON input. For the format read
the format section. The project is Single Page Application written with Angular, NgRx and
some Angular Material components.

Setup

1. Install latest node version
2.Run npm install
3. Start developing

Development server

Run ng serve for a dev server. Navigate to http://localhost:4200/ . The app will
automatically reload if you change any of the source files.

JSON Format

The WER on utterance level is an optional attribute. If not provied the WER wil be
calculated on parsing the uploaded json file.

{
"systems": [
{
"name": "D1",
"alignment_scores": []
}I
{
"name'": "C1",
"alignment_scores": [
{
"name'": "WER",
""score": "0.998"
}
]
H



"name'": "B1",
"alignment_scores": [
{
"name'": "WER",
"score": "0.998"

]r
"alignment": {
""commonvoice.json": {
"sample-000335": {
"reference": "in spite of this i still believed that there wer
"wer'": 0.912,
"utterance_id": "sample-000335",

"words": [
{
"items": [
{
"text": "in",
"type": "Correct"
}'
{
"text": "in",
"type": "Correct"
I
1,
"text": "in"
I
{
"items": [
{
"text": "spite",
"type": "Correct"
}'
{
"text": "spite",
"type": "Correct"
I
1,
"text": "spite"
}
L. |
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A.5. Dokumentation Pipelines
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README.md

Ensembling for Speech Recognition

e Ensembling for Speech Recognition
e Overview

e Getting Started

e Quickstart

e Evaluation Pipeline Alignment, Ensembling and Evaluation
o Basic Usage

o Alignment Files
o Alignment Data Structure
o Alignment Caching

o Ensemble Methods

Aggregated subphrases

Perplexity

Gradient Boosted Estimator

= Implementing a new Method

e Tips and Tricks
o Update Conda Environment

o Use Cached Predictions

e Feature Extraction Tool
o Feature Extraction Workflow

o Features
m Define a new Feature

m Bulk Features

Overview



o1 Ty B P uanrs Lampnon

|
L
E-sertigEngutor.
T S
s
Hezerng fussa
Poverayes | | Mlickivpes
sy
F &
I
N
il p mrsLh ialfors
e
L B g
B RECATHEN D T B T et |
w11 e A Tk T o
ayrrary - - B - 1. e e ey 1 i - g ) -E . e i
gt . .~ Aknpma
Rty T =
Testire }
¥ Tramn G lannliar
Erasmidng lshos il G pde forpred Darman 1
iy =y | vt ! mamre mrhoa b I
| |—|- [ Tt iy d
L Fepturas Coirrk Matetlitin
o Sy s braor
Ermatan Maroa
Ewibhsiybei . i) T Yo ] L
—— om=Trm hgeE strach
hgpereeE s pa
"'"‘:':"'M““m EEvE Dol of evsalion Teiod . i L
1 l i Trasnei ko
L_: [Fr oot ) | i—:‘_ [TESF S

Getting Started

0. Install conda (miniconda or anaconda). anaconda is recommended as it was used
during development.

1. Clone this repository

2. Setup conda environment by running conda env create -f environment.yml ina
conda-enabled shell

3. From now on, use the conda environment ensembling 3.7

4.run the init_nltk.py file or execute the following code in the environment:

import nltk

nltk.download( 'averaged_perceptron_tagger')
nltk.download('punkt"')

nltk.download( 'wordnet")
nltk.download('stopwords")

5. (optional) For CUDA-Support (SemDist), run conda install pytorch torchvision
torchaudio cudatoolkit=11.3 -c pytorch



6. Download CEASR from this git repo and extract it to a sibling folder to this repository
called data/en . See the following folder structure for reference:

ba_evaluation_pipeline
|  README.md
| main.py

data
L—en

L—CEASR_en

| B3__ami_segmented_h.json

7. The pipelines should now be usable.

Quickstart

To get mostly the same results as in the paper, copy the contents of the archive
important_outputs/quickstart into the main working dir. Quickstart contains the following
files (Most are copies from the important_outputs/alignments/B7_D2_c2 folder):

e alignment_n_B7_D2_C2.json - The full normal alignment of B7,D2,C2
® alignment_n_reference_B7_D2_C2.json - the full reference alignment of B7,D2,C2

e fe_alignment_reference_train_B7_D2_C2.json - the 50% split reference alignment that
can be used for training

® fe_alignment_reference_test_B7_D2_C2.json - the 50% split reference alignment that
can be used for testing (e.g. Best Possible for the 50% split)
O alignment_n_reference.json is a copy of
fe_alignment_reference_test_B7_D2_C2.json since the pipeline demands that
filename for the reference alignment

e fe_alignment_n_test_B7_D2_C2.json - the 50% split normal alignment that can be used
for testing Ensembling Methods
O alignment_n.json is a copy of fe_alignment_n_test_B7_D2_C2.json since the
pipeline demands that filename for the normal alignment

® intermediate_hypotheses_D2_REFERENCE.json ,
intermediate_hypotheses C2_REFERENCE.json ,
intermediate_hypotheses B7 REFERENCE.json , intermediate_hypotheses B7 _D2.json,
intermediate_hypotheses_B7_C2.json are the cached intermediate files for all systems /
references

® alignment_for_ensembling reference_D2.json,
alignment_for_ensembling reference C2.json,

alignment_for_ensembling reference_B7.json, alignment_for_ensembling B7 D2.json,



alignment_for_ensembling_B7_C2.json are the cached alignment pairs for all systems /

references

Evaluation Pipeline (Alignment, Ensembling

and

Evaluation)

Basic Usage

1. configure pipeline in main.py (the instance of EnsemblingExecution at the bottom)

(¢]

(0]

(¢]

configure lang (currently only en is supported)
set data_directory to the CEASR-Directory that contains all the json files

Add all Systems that should be evaluated into the configurations tuple. NOTE
The first System will be the primary hypothesis.

Add all Models that should be evaluated into the models -Array. Available options
are
B BestPossible
= Note: Since best possible needs a reference alignment , it cannot be

mixed with other models. Make sure that BestPossible is the only entry
in the models array when evaluating best possible. Using Best Possible
will force the alignment to be a reference alignment, rendering the other
methods useless and vice-versa.

B Voting

B Perplexities

B  Hybrid

®  WordEmbbedings

B GradientBoostedEstimator
B BERT

B VotingBERT

B BoostedBert

B  BoostedHybrid

B BoostedPerplexity

Modify the get_evals function to include or exclude different ASR Metrics.
Possible Values are:
» WER: WEREvaluation

m MER: MerEvaluation
= WIL: WILEvaluation
= WIP: WipEvaluation



= SemDist(Bulk): SemDistEvaluationBulk

= SemDist(Single): SemDistEvaluation
2. run main.py
o First launch may take several minutes as multiple models need to be downloaded
3. In a first step, the alignments are created.

o generating all data from scratch might take several hours for 3 Systems.
Alignments for the Systems B7,C2,D2 are provided in the
important_outputs/alignments folder, for use with Alignment Caching.

4. In the next step, the new prediction of a model is created and evaluated. If the model is
complex (like BERT, BestPossible Estimator, Perplexities, ...), this might take a while. Also,
if SemDist is selected in get_evals , using a GPU is recommended for faster SemDist
calculations.

5. Outputs will be written into different folders

o Alignments and Predictions can be found in outputs/en/json
o Resulting Plots can be found in outputs/en/img

o Plot data can be found in outputs/en/csv

Alignment Files

To create the alignment of n systems, mutliple files are created.

e for the alignment between two systems there are two files.

O intermediate_hypotheses_sysl_sys2.json contains the CEASR Hypotheses in an
easier to read format.

o NOTE: This file is also used in the evaluation to load the predictions for the original
system value. Therefore, all files of this type are needed at all times. (Relevant if
using Alignment Caching)

o NOTE: For Reference Alignment sys1 is always REFERENCE

0 alignment_for_ensembling_sysl_sys2 contains the actual alignment from the two
systems. NOTE: For Reference Alignment sys1 is always REFERENCE

e the merged alignment of the n-systems will be stored in the alignment_n.json file.
NOTE: Reference Alignments will be stored in alignment_n_reference.json

Alignment Data Structure

The following shows the data structure of the final alignment_n.json file. The items in the
words array can be interpreted the following way:



e text isthe text of the primary hypothesis -> Sys1

e items contains the texts and the mutation type of the auxilary hypotheses. The items
are ordered the same way as the configurations array at the end of the file.

The alignment_n-reference.json file is identical except that the text of the word -object
is the reference and there is an entry more inside items . It is because of this that the
alignment_n-reference.json File needs to be interpreted differently than the normal
alignment file.

"alignment": {
"corpusl": {!},
"corpus2": {!},
"corpus3": {
"utterance_id": {

"reference": "okay yeah that should be for",
"utterance_id": "EN20@la_B_1886 525",
"words": [
{
"items": [
{
"text": "ok",
"type": "Substitution"
s
{
"text": "okay",
"type": "Correct"
}
1,
"text": "okay"
s
{
"items": [
{
"text": "yeah",
"type": "Insertion"
¥
{
lltex_tll: n II,
"type": "Skipped"
}
1,
llteX_t ll: nmn
s
{
"items": [
{
"text": "that",
"type": "Correct"

}s



}
1,
"text":
s
{
"items":
{
bs
{
}
1,
"text":
s
{
"items":
{
bs
{
}
1,
"text":
}
]
s
}s
bod
s
"configurations™: [
"Sys1",
"Sys2",
"Sys3"
1
"language"”: "en"

Alignment Caching

"text":
lltypell :

"that"

"text":
"type":

"text":
"type":

"should"

"text":
lltype" :

"text":
lltype" :

"the",
"Substitution"

"should",
"Correct"

lltr‘ipll’
"Substitution”

"be for",

"MergedAlignment

"before",
"Substitution”

"be four"



Since generating alignments for the whole CEASR-Corpus can take a long time, the Pipeline
uses caching extensively by default. When calling n_alignment , caching is controlled by the
use_cache argument. If using cache, the pipeline checks for every file described in the
section Alignment Files and uses the files content instead of recreating the file. If e.g only 1
of 2 alignment pairs exist, one will be loaded from cache (the file
alignment_for_ensembling_sysl_sys2 ) and the other will be recreated before combining
them.Furthermore, if a alignment_n.json ( alignment_n_reference.json for reference
alignment) already exists, this file will be loaded as the resulting alignment, skipping the
whole alignment process altogether. This will happen regardless if the systems of the
alignment are different as configured.

therefore, when using cache, always make sure that the alignments contain the same
systems as configured in main.py

Ensemble Methods

The Pipeline supports the following Ensemble Methods

® Voting

® Perplexities

® Hybrid

® WordEmbbedings

® GradientBoostedEstimator
® BERT

® VotingBERT

® BoostedBert

® BoostedHybrid

® BoostedPerplexity
Most Ensemble Methods are self-explanatory and work-as-is. However, some methods can
be configured.
Aggregated subphrases

Voting , Perplexities, Hybrid and Wordembbedings all support the aggregation of
subphrases to (potentially) improve readability of the outputs. This feature can be turned on
by specifying aggregate_disagreeing_parts = True on model instantiation.

Perplexity

the amount of context-words to consider can be configured by setting self.n in the
constructor of the PerplexitiesLangModels class.



Gradient Boosted Estimator

This ensemble methods loads a XxGBClassifier from a specified file path. The model to
load can be configured in self.model . Please note that at the current time, the features
that the classifier needs are not loaded automatically. The Ensemble Method just loads the
same features as the Feature Extraction Pipeline, as they both use the same function to
extract the features ( FeatureExtractor.get_extractors ).

When training a new model with the feature extraction pipeline, the final model needs to be
loaded in self.model as described above.

Implementing a new Method

A new method can be implemented by inheriting from the Ensembling class. A minimal
implementation needs to implement a constructor and the function
get _word_from_ensembling .Exanﬁple:

class MyEnsemblingMethod(Ensembling):

Always returns primary hypothesis
def _init_ (self, aligned_hypotheses, working directory, model name, aggregate_c
super().__init__ (aligned_hypotheses, working_directory, "MyCoolModel", aggreg

print("Initializing MyCoolModel..")

def get word from ensembling(self, word, all words, current_index, utt_name, corg
return word["text"]

Tips and Tricks

Update Conda Environment

This command updates the conda environment to a file. Helpful when troubleshooting
dependencies. ¢ conda env update --name myenv --file local.yml --prune

Use Cached Predictions

To use the predictions of a json file, simply use the following code in main.py for setting
the predictions. This can be helpful to repeat the scoring of a method without regenerating
the predictions.

print("Loading prediction from cache...")
path_to_intermediate = self.tools.get path to intermediate()



pred_file name = "FILENAME.json"
path_to_pred = os.path.join(path_to_intermediate, pred_file_name)

with open(path_to_pred, "rt", encoding="utf-8") as inp:
predictions = json.load(inp)
print("Loaded predictions from cache.")

Feature Extraction Tool

The feature excation pipeline can be used to train a "Best Possible Estimator”. The File
run_feature_extractor.py demonstrates a possible usage of the Feature Extraction Tool.

The Feature Extraction Tool feature_extraction/FeatureExtractor.py needs a path to a
reference alignment, the ceasr data path, the normal alignment path, the current working
dir and the names of the systems. Calling extract will extract all registered features and
return them in a pandas data-frame for further use.

Use similarity_labels to toggle wordsim / string equality approaches of the label.

Feature Extraction Workflow

1. all the input files are split into a train and a test dataset.

2. for every word in the reference aligned dataset all features and the label are extracted
and added to the result

o Some Features (like wordsimilarity ) are extracted in bulk due to performance
reasons

o These Features are only prepared for extraction in this step

3. A post-processing engine extracts all Bulk Features based on the prepared features and
overwrites the prepared data with the real data in the result.

Features

In this Pipeline, there is a class for every feature. The features can be found in the folder
FeatureExtractors . As described in the paper, there are multiple different types of features.

e Simple Features from CEASR (e.g. Age)
e Features per System (e.g. Word Length)
e Features per System-Pair (e.g. Word Similarity)

Define a new Feature

To define a new feature



1. Implement the feature in a new class that inherits from Extractor
o At minimum, implement the constructor and the extract function.

o Implement the encode function if the feature needs to be encoded differently
than ordinal. For no encoding just implement the function with pass
o Make sure to give the feature a unique name in the constructor call
2. Register the feature in the get_extractors - Method.
3. Thats it, the feature should now get extracted upon calling extract on an instance of

FeatureExtractor()

Bulk Features

If the feature is a bulk feature, use extract to prepare the data for a bulk extraction. Keep
in mind to provide a non-bulk implementation in case the feature is extracted from the
ensembling pipeline(the pipeline only calls the extract function). This can be achieved

with the instance-variable self.from _ensembling .

Then, implement extract_bulk , where the whole data set can be accessed. Use all the data
you need to create a new feature for every data-row. For a fully fledged implementation
example, pIease refer to FeatureExtractors/WordSimilarityExtractor.py
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A.6. Modellvergleich: F-Score & Confusion Matrix

A.6.1. Logistic Regression
F1 Scores

precision

none 0,89
B7 0,30

D2 0,34

C2 0,71
B7_D2 0,82
B7_C2 0,60
D2_C2 0,60

Confusion Matrix

o

Br_pa
& CJ

|

recall fl-score

0,50
0,26
0,35
0,01
1,00
0,92
0,95

support

11740
3046
3617
1681

15080
3732
3135

4000
L300

Loooa

BF DG BT 7 O3 63
Prssceg ]
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A.6.2. Decision Tree

F1 Scores

precision

none 0,61

B7 0,33

D2 0,35

C2 0,16

B7_D2 0,85

B7_C2 0,64

D2_C2 0,64

Confusion Matrix

o

o2
LY
- I
Br_pa

& C2

|

recall fl-score

0,63
0,33
0,36
0,18
0,82
0,62
0,64

[u k]

0,62
0,33
0,36
0,17
0,83
0,63
0,64

support

11740
3046
3617
1681

15080
3732
3135

LECG

LEHHI

[ ]

B0

BF DG BT 7 oF 63
Prssceg ]

115



A. Anhang

A.6.3. Random Forest
F1 Scores

precision

none 0,78
B7 0,43

D2 0,46

c2 0,59
B7_D2 0,84
B7_C2 0,65
D2_C2 0,63

Confusion Matrix

o

a0

L]

Br_pa

B C2

|

recall fl-score

0,63
0,28
0,37
0,12
0,99
0,88
0,91

[u k]

0,70
0,34
0,41
0,19
0,90
0,75
0,75

support

11740
3046
3617
1681

15080
3732
3135

L4000

LTI

BODD
GO
2000

brals ia ]

BF DG BT 7 oF 63
Prssceg ]
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A.6.4. Support Vector Machine

F1 Scores

precision recall fl-score support

none 0,42 0,66 0,52 11740

B7 0,00 0,00 0,00 3046

D2 0,00 0,00 0,00 3617

C2 0,00 0,00 0,00 1681

B7_D2 0,63 0,99 0,77 15080

B7_C2 0,00 0,00 0,00 3732

D2_C2 0,00 0,00 0,00 3135

Confusion Matrix

s LADO
L3004
i}
AODD
HOOG

SO0

rfu il

T m o} 3 Brpg mr oy oy e

Preclies hed
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A.6.5. Gradient Boosting

F1 Scores

precision recall fl-score support

none 0,79 0,61 0,69 11740

B7 0,37 0,18 0,25 3046

D2 0,46 0,30 0,36 3617

C2 0,70 0,07 0,12 1681

B7_D2 0,82 1,00 0,90 15080

B7_C2 0,63 0,93 0,75 3732

D2_C2 0,60 0,97 0,74 3135

Confusion Matrix

(g (8 funyi ]
&7 Lacon
o2 LoD
& [ 1o i e
g L)
B
Br D2
L el
& C2
2000
[
L
L] nI [k} I OF D3 0T 3 OF .3
Prssceg ]

118



A. Anhang

A.6.6. eXtreme Gradient Boosting

F1 Scores

none
B7

D2

c2
B7_D2
B7_C2
D2_C2

Confusion Matrix

True

precision

0,78
0,43
0,46
0,58
0,84
0,66
0,65

neemes
[

m

By_D2
BT I

oo _c3

recall fl-score

0,64
0,34
0,39
0,13
0,98
0,85
0,86

0,70
0,38
0,42
0,21
0,91
0,74
0,74

support

11740
3046
3617
1681

15080
3732
3135

1400q
12000
000
Slalal

s

o 0 g ey oo
PrédecRisd
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A.6.7. Bagging mit 10 Decision Trees

F1 Scores

precision

none 0,70

B7 0,37

D2 0,41

Cc2 0,36

B7_D2 0,85

B7_C2 0,66

D2_C2 0,65

Confusion Matrix

i

a0

L]

Br_pa

& C2

[

recall fl-score

0,65
0,32
0,34
0,12
0,95
0,75
0,77

[u k]

0,68
0,35
0,37
0,19
0,90
0,70
0,70

support

11740
3046
3617
1681

15080
3732
3135

LA
LaG0H
oo
[ v

BO0

BF DG BT 7 oF 63
Prssceg ]
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A.6.8. Bagging mit 10 Random Forests

F1 Scores

precision recall fl-score support

none 0.79 0.63 0.70 11740

B7 0.44 0.25 0.32 3046

D2 0.47 0.34 0.39 3617

c2 0.63 0.10 0.17 1681

B7_D2 0.83 0.99 0.91 15080

B7_C2 0.64 0.92 0.76 3732

D2_C2 0.62 0.93 0.75 3135

Confusion Matrix

oo L4OOO

L0
Lo
B
B

Br_pa
L il
& C2
rgle o]
(o ]

L] nI [k} I OF D3 0T O3 OF .3
Prssceg ]
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A.6.9. Stack mit eXtreme Gradient Boosting, Random Forest & Logistic

Regression
F1 Scores

precision
none 0.74
B7 0.29
D2 0.43
C2 0.56
B7_D2 0.82
B7_C2 0.59
D2_C2 0.61

Confusion Matrix

o

Br_pa
& CJ

|

recall fl-score

O O O O O O O

.59
.12
.30
.07
.99
.92
.94

O O O O O o o

.65
.17
.35
.13
.90
.72
.74

support

11740
3046
3617
1681

15080
3732
3135

LACON
LTI
LoGah
ADDD
1]
2000

brals ia ]

BF DG BT 7 O3 63
Prssceg ]
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A.6.10. Voting mit eXtreme Gradient Boosting, Random Forest & Logistic

Regression
F1 Scores

precision

none 0.80

B7 0.42

D2 0.48

C2 0.72

B7_D2 0.83

B7_C2 0.64

D2_C2 0.63

Confusion Matrix

i

Br_pa
& CJ

|

recall fl-score

O O O O O O O

.63
.27
.36
.10
.99
.91
.93

O O O O O o o

.70
.33
.41
.17
.91
.75
.75

BT [ BT 3
Prssceg ]

support

11740
3046
3617
1681

15080
3732
3135

LADD0
La00H0
Lo
B
B
4200

ri
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